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“Our quest for discovery fuels our creati-
vity in all fields, not just science. If we
reached the end of the line, the human

spirit would shrivel and die.”

(Stephen Hawking)






Resumo

Os métodos de regularizacao foram desenvolvidos para contornar problemas de
overfitting e sao amplamente utilizados em modelagens preditivas. Neste traba-
lho realiza-se uma breve introducao sobre a algebra de matrizes relacionada a tais
métodos, com énfase nas inversas generalizadas, no posto e nas possiveis dimen-
soes dessas matrizes, bem como apresentar uma solugao geral, para sistemas line-
ares consistentes e inconsistentes. Em seguida, as decomposigoes de matrizes SVD
(Singular Value Decomposition) e GSVD (Generalized Singular Value Decomposi-
tion) sao utilizadas para a implementagao dos modelos de regularizagao Tikhonov e
TSVD e, posteriormente, analisa-se outros dois métodos de regularizagdo (LASSO
e LASSO Bayesiano), que estimam os coeficientes e simultaneamente realizam a se-
lecao de variaveis. Como aplicagao, realiza-se uma avaliacao da qualidade preditiva
dos modelos de regularizagao no contexto de Selecao Gendmica em dados genéticos
superdimensionados e de alta complexidade. Os referidos dados caracterizam-se por
conter informagdes do DNA (gendétipos) de plantas de eucalipto e a finalidade da
analise é desenvolver uma abordagem alternativa aos programas de melhoramento
genético tradicionais. Em resumo, os resultados mostram que os modelos para fe-
noétipos com maior herdabilidade apresentam medidas de previsao superiores. Por
fim, os métodos que conduzem a selecao de variaveis se mostraram superioridade

nas tarefas preditivas em todos os casos avaliados.

Palavras-chave: Regularizacao, overfitting, selecao de variaveis, validagao cruzada,

Selecao Genomica, eucalipto, melhoramento genético.



Abstract

Regularization methods have been developed to overcome overfitting and are widely
used in predictive modeling. This study introduces the matrix algebra related to
such methods, with emphasis on the generalized inverse, the rank and the possi-
ble dimensions of those matrices, while presenting a general solution for consistent
and inconsistent linear systems. Next, it employs the SVD (Singular Value Decom-
position) and GSVD (Generalized Singular Value Decomposition) matrix decom-
positions to implement the Tikhonov and TSVD regularization models, and then
analyzes two other regularization methods — namely, LASSO and Bayesian LASSO
— that estimate the coefficients and simultaneously perform the variable selection.
In addition, the study conducts an evaluation of the predictive accuracy of the mo-
dels applied to complex high-dimensional data in the context of Genomic Selection.
The data contains DNA information (genotypes) from eucalyptus plants, and the
purpose of the analysis is to develop an alternative approach to the traditional pro-
grams for genetic improvement of species. In summary, the results show that models
which were applied using phenotypes with higher heritability have better predictive
ability. The methods that conduct variable selection were superior in the predictive

tasks for all evaluated cases.

Keywords: Regularization, overfitting, variable selection, cross validation, Geno-

mic Selection, eucalyptus, genetic improvement.
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Capitulo 1

Introducao

Embora as bases de dados modernas estejam crescendo com respeito ao nimero
de amostras, o aumento do niimero de variaveis é ainda mais significativo. Dados
superdimensionados envolvem um nimero de parametros desconhecidos menor que
o namero de amostras (p >> n). Dados com essa caracteristica sao frequentemente
encontrados em bases nas quais as amostras sao baseadas em séries temporais, in-
formagoes genéticas, imagens, entre outros exemplos.

Em um estudo cujo objetivo é explicar o comportamento ou simplesmente pre-
ver os valores de uma determinada variavel Y por meio de um modelo de regressao,
a existéncia de um numero de variaveis significativamente maior que o ntimero de
amostras, ou seja, a existéncia de uma matriz de dados com mais colunas que linhas
traz inconveniéncias como o fenémeno da multicolinearidade, a existéncia de mais
parametros que observagoes e problemas de inversao de matrizes.

Muitos dos métodos estatisticos convencionais nao podem ser utilizados em
dados superdimensionados e, para que a estimagao de paradmetros seja possivel, é
preciso estabelecer suposicoes adicionais ou certas restricoes aos modelos matemaé-
ticos.

O matematico russo Tikhonov foi um dos pioneiros nos estudos sobre méto-
dos de regularizacao e marcou o inicio de uma formulacao matemaética, baseada no
controle da estabilidade de solugoes de sistemas lineares e que veio a ser util para

aplicagoes em dados superdimensionados. A partir dos seus estudos, diversas outras
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14 CAPITULO 1. INTRODUCAO

técnicas foram desenvolvidas.

Os chamados métodos de regularizacao representam um importante conceito
estatistico e frequentemente sao utilizados para previsao de variaveis devido a pos-
sibilidade de se evitar o overfitting e de se obter erros quadréaticos médios menores,
relativamente aos obtidos através do método de minimos quadrados. Embora ja
possuam utilidade em dados com mais observacoes que parametros, os métodos de
regularizagao se destacam pela sua versatilidade ao poderem ser aplicados em dados
superdimensionados ja que sao capazes de contornar as inconveniéncias da multico-
linearidade e o problema do posto incompleto da matriz de dados.

Diante do contexto de aprendizado estatistico no qual a regularizacao se en-
quadra, o objetivo deste trabalho é abordar os principais métodos de regularizagao
j& consagrados na literatura estatistica, assim como apresentar alguns métodos alter-
nativos de regularizagao que ainda nao sao tao utilizados na comunidade estatistica.
Assim sendo, serao apresentados conceitos metodologicos, algoritmos computacio-
nais, a teoria estatistica sobre regularizacao e vantagens e desvantagens de determi-
nados métodos. Adicionalmente, aplica-sa algumas das técnicas em dados genéticos
superdimensionados, avaliando a qualidade preditiva com métricas especificas da
area genomica.

Através da Selecao Genomica (GS), caracterizada pela utilizacdo conjunta e
direta das informacgoes presentes na fita de DNA, sera utilizada uma base de dados
genéticos de eucaliptos no treinamento e validacao de modelos estatisticos, posteri-
ormente utilizados como ferramentas que auxiliam pesquisadores a compreender a
conexao existente entre elementos genoémicos e fendtipos de interesse comercial.

No capitulo dois da dissertacao sera introduzido o conceito de regularizacao
através de uma perspectiva matematica baseada na decomposicao em valores singu-
lares. O capitulo trés ird apresentar o modelo de regressao linear classico de minimos
quadrados, ressaltando suas limitacoes em dados superdimensionados e, posterior-
mente, ird destrinchar a teoria de regularizacao tal como é abordada na literatura
estatistica, introduzindo trés métodos bastante conhecidos: LASSO, Ridge e LASSO

Bayesiano. No capitulo quatro, sera realizada uma breve descricao da metodologia
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e dos termos utilizados em Selegao Gendmica, assim como sera realizada a aplicagao

de alguns desses métodos nos dados genéticos.
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Capitulo 2

Problemas Inversos e Regularizacao

Neste Capitulo sao apresentados alguns métodos de regularizacao que original-
mente foram desenvolvidos para resolver problemas especificos de areas da ciéncia
que nao necessariamente estao ligadas a fenomenos aleatorios. No entanto, estes mé-
todos podem ser de grande utilidade para o desenvolvimento de estudos envolvendo
previsao.

Primeiramente, os conceitos de consisténcia de um sistema linear e existén-
cia e unicidade de uma solugao serao apresentados, sendo precedidos dos modelos
de regularizacao que se baseiam nos conceitos de inversa generalizada e decompo-
sicao em valores singulares (SVD). Além de discorrer sobre sistemas consistentes e
solucoes aproximadas por minimos quadrados, serao apresentados quatro cenarios
possiveis com sistemas que se diferenciam pela natureza da matriz X no tocante a

sua dimensao e ao seu posto.

2.1 Problemas Inversos

Problemas inversos contrastam os chamados problemas diretos. Em problemas
diretos, os valores assumidos por uma variavel resposta Y sao calculados a partir
de modelos deterministicos como equacoes fisicas ou alguma equacao diferencial
envolvendo o uso de constantes (parametros) conhecidas, que fornecem informagoes

acerca de um determinado fenémeno. Todavia, em problemas inversos, os valores

17
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assumidos pela variavel resposta Y sao observados, enquanto os parametros do
modelo sao desconhecidos. Dessa forma, problemas estatisticos de inferéncia podem
ser considerados uma classe de problemas inversos.

Muitas complicacoes derivam dos problemas inversos, a citar como exemplo
a dificuldade, ou até mesmo a impossibilidade, de se inverter uma matriz a fim de
se manipular os elementos de um sistema linear para se isolar os parametros (ou
constantes) desejados.

A definicao de problema mal-posto engloba a grande maioria dos problemas
inversos e contribui para a melhor compreensao acerca das peculiaridades dos pro-
blemas inversos. O matemaético J. Hadamard trabalhou na definicao do que vem a

ser um problema bem-posto, estabelecendo trés condi¢oes necessarias:
1. existéncia da solucao;
2. unicidade da solugao;
3. estabilidade da solugdo (a solugdo depende continuamente de y).

Diz-se que uma solugao é instavel se uma pequena variacao na amostra da
variavel resposta acarretar na existéncia de solugoes muito diferentes.

Qualquer problema que deixe de satisfazer alguma dessas trés condigoes é
classificado como mal-posto.

Dentre as trés condicoes de Hadamard, a existéncia e unicidade da solugao
serao aqui discutidas detalhadamente.

Seja um sistema linear do tipo Xb = y, em que X é uma matriz com n linhas
e p colunas, b é um vetor com p componentes e y um vetor com n componentes.
Ha muitas situacoes em que este sistema nao possui solucao. Neste caso, o sistema
é comumente denominado como sistema inconsistente ou impossivel, enquanto que
quando o sistema possui alguma solucao pode ser classificado como sistema possivel
e determinado (a solugao é tinica) ou como sistema possivel e indeterminado (existem
infinitas solugoes).

Embora em sistemas impossiveis a solugao exata nao exista, é possivel se obter
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solucoes aproximadas para estes problemas, como sera mostrado mais adiante. Se
para um determinado sistema existe uma solucao exata, entao diz-se que este sistema
é consistente. Existem diversas formas de se verificar a consisténcia de um sistema,

dentre elas, cita-se quatro:

1. Uma condi¢ao necessaria e suficiente para que o sistema Xb = y seja consis-
tente é y pertencer ao espaco coluna de X. Assim, uma maneira de se verificar
a consisténcia é comparar o posto de X com o posto da matriz X aumentada

de y. Se ambos forem iguais, entao o sistema é consistente.

Xb =y é consistente < posto(X) = r = posto(X:y). (2.1)

2. Se a matriz X for uma matriz nao singular, ou seja, se X possuir uma inversa

X1, entdo o sistema Xb = y é consistente.

3. Uma condigao suficiente para que o sistema X b = y seja consistente é posto(X) =

n.

4. Um sistema X b = y ¢é consistente se, e somente se, N(X’), o espago nulo da

matriz transposta de X, for trivial.

Estendendo a analise das propriedades de um sistema para além da sua con-
sisténcia, o estudo da unicidade da solugao também é algo relevante na abordagem
dos problemas inversos.

Nao é uma tarefa tao complicada estabelecer uma relagao entre o posto de X
e a existéncia ou nao de miltiplas solucoes. No caso especifico em que a matriz X
possui posto menor do que p, o problema inverso X b = y ¢é dito mal-posto por nao
satisfazer a condicao de unicidade. Detalhadamente, se a matriz de dados possui tal
caracteristica, tem-se uma dependéncia linear entre as varidveis, implicando que a

equagao vetorial

bol +01 X1 +0 X+ +0,X,=0 (2.2)
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possua solugoes diferentes da solugao trivial b = 0. Isso equivale a dizer que o
sistema homogéneo Xb = 0 possui solucoes nao triviais gerando um espaco nulo
de X com mais elementos do que apenas b = 0. Consequentemente, se o sistema
homogéneo possui mais de uma solucao, ele possui infinitas solugoes.

De fato, seja N(X) o espago nulo da matriz de dados e seja b, e by dois

elementos de N(X), entao

b. = nba + /Vbb (23)

também sera uma solucao para Xb = 0 para todo valor real de 1 e v, pois

Xb. = X[nbg + by

=nXb, +7Xby
=n0+~0
=0. (2.4)

Todavia, existe uma quantidade limitada de solugoes linearmente independen-

tes conforme postula o Teorema 2.1.1.

Teorema 2.1.1. O sistema linear homogéneo Xb = 0, com posto(X) = r, tem

exatamente p — r vetores solucao linearmente independentes.

Por fim, uma vez que todo vetor solu¢ao de um sistema X b = y pode ser obtido
através da soma de um vetor solugao especifico deste sistema e uma combinagao
linear das p—r solugoes linearmente independentes do sistema homogéneo associado,
tem-se que se posto(X) < p, entdo a solugdo de Xb = y nao é unica, existindo

exatamente p — r + 1 solugoes linearmente independentes.



2.2. SISTEMAS CONSISTENTES 21

2.2 Sistemas Consistentes

Em um sistema consistente X b = vy, o estudo da inversao de X ¢é importante
para a obtencao e compreensao de certas propriedades da solugao b. Quando a
matriz X é quadrada e de posto completo e, portanto, nao singular, descrever b
através de X ! e de y ¢ uma tarefa simples. No entanto, quando X ¢é singular ou
nao é quadrada, a solucao do sistema consistente pode ser estabelecida por meio da

utilizagao da chamada inversa generalizada.

Definigao 2.2.1. A matriz X~ é uma inversa generalizada (g-inversa) de X se, e

somente se, XX~ X = X.

Através da Definicao 2.2.1 é possivel mostrar que a g-inversa de uma matriz
sempre existe (Souza, 1998), embora nem sempre esta seja tnica. A Defini¢ao 2.2.2
apresenta as condigoes necessarias para a obtencao da chamada inversa de Moore-

Penrose, que é um caso especifica de g-inversa que, além de sempre existir, é tnica.

Definigao 2.2.2. Seja X uma matriz n por p. Eziste uma tnica matriz X+ tal

que:
1. X7t € uma inversa generalizada de X ;
2. X € uma inversa generalizada de X T ;
3. XX e XTX sao projegoes ortogonais.
Satisfeitas as trés condigoes, X+ é chamada de inversa de Moore-Penrose.

A aplicagao da inversa de Moore-Penrose, que frequentemente é chamada de
pseudoinversa, ¢ bastante conveniente ja que ¢é tnica e esté atrelada a decomposigao
em valores singulares (SVD).

Como na versao compacta da decomposigao SVD, apresentada de forma mais
detalhada no Apéndice A, as matrizes U, e V, sao ambas ortogonais, tem-se que
a obtencao da matriz pseudoinversa de X pode ser viabilizada tal que X+ =

V.S 1U!.
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Definido X T, é possivel obter uma quantidade by tal que:

b+ = X+y7

r

by =V,S Uy =7

Jj=1

!
ULy
Sj

V. (2.5)

Embora o termo b esteja bem definido pela decomposi¢ao SVD, resta mostrar
que este é, de fato, uma solugao possivel para todo sistema consistente.
O Teorema 2.2.1 fornece um resultado muito importante que ¢é utilizado para

provar que by ¢ uma solucao para os sistemas consistentes.

Teorema 2.2.1. O sistema Xb = y € consistente se, e somente se, a igualdade

y = XX~y ¢ verdadeira.

Seja by um candidato a vetor solugao de um sistema consistente. Se by for

pré-multiplicado por X, tem-se que

Xb, = XXy, (2.6)

Considerando a consisténcia do sistema, lembrando que a inversa de Moore-
Penrose ¢ um caso especifico de g-inversa e recorrendo ao Teorema 2.2.1, tem-se

que

¢ uma igualdade valida e, portanto, fica demostrado que by é, de fato, um vetor
solugao para o sistema consistente Xb = y.

Dessa forma, a obtengao de by, chamada de solu¢ao pseudoinversa, ¢ uma al-
ternativa conveniente e bastante 1til para os casos em que X ~1 nao existe. Ademais,
a solucao pseudoinversa possui 6timas propriedades, herdadas da decomposicao SVD

e que serao abordadas nas préximas secoes.
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2.3 Sistemas Inconsistentes

Em muitos problemas praticos, nao existe uma solucao exata para o sistema
de equagoes de tal forma que este se caracterize pela sua inconsisténcia. Na anélise
estatistica de experimentos, assim como na modelagem de dados observacionais, a
inconsisténcia é interpretada como uma consequéncia do efeito de variacoes exdgenas
ao modelo, ou seja, quantidades que nao estao contempladas e nem associadas com
as informacoes contidas nas colunas da matriz X . Devido a essas variacoes exogenas,
os valores observados para o vetor y, em um dado fenémeno, irao ser ligeiramente
diferentes do que deveriam ser caso elas nao existissem. Assim sendo, o sistema
X b =y é perturbado o suficiente a ponto de se criar a inconsisténcia.

Em tais situagoes, procura-se um valor de b que chegue o mais préximo possivel
do que seria uma solucao exata para Xb = y. O método de minimos quadrados
ordinarios (MQO) é uma das técnicas, dentre diversas outras, que possibilita a
obtencgao de alguma informacao desses sistemas inconsistentes através de solugoes

aproximadas baseadas na minimizagao da quantidade || Xb —y |3.

Definicao 2.3.1. Um vetor barg € definido como um vetor solugao aprorimada de

minimos quadrados para o sistema inconsistente X b =y se, e somente se,

| Xbrg -yl <1 Xbo—y 3, (2.8)

para qualquer outra solug¢ao aproximada b, possivel.

Como, no sistema inconsistente, y ndo pertence ao espago coluna de X (y ¢
C(X)), o que o método de minimos quadrados faz é, em outras palavras, resolver

um sistema de equagoes no qual, ao invés de y, tem-se sua proje¢ao no espaco coluna

de X:

Xb = proj y. (2.9)
C(X)

Uma abordagem alternativa, equivalente e computacionalmente conveniente

do problema ¢é obter a solu¢ao de minimos quadrados resolvendo o chamado sistema
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de equagoes normais, que é consistente e associado a Xb = y.

Definicao 2.3.2. Seja Xb = y um sistema linear. O sistema X'Xb = X'y, dito
sistema de equagoes normais, € sempre consistente e um vetor b qualquer € solucao

de X'Xb = X'y se, e somente se, b é uma solucao de minimos quadrados de

Xb=y.

A Definigao 2.3.3 apresenta um tipo especifico de inversa generalizada que esté

diretamente ligada ao vetor solucao basq.

Definicao 2.3.3. Seja X uma matriz de posto r qualquer e X* uma matriz que

satisfaz as condigoes:
1. XX*X =X;
2. XX*=(XX*).
Entao, X™* é dita inversa generalizada de minimos quadrados de X .

A matriz X* pode ser expressa em termos de uma g-inversa qualquer de tal
forma que toda matriz X* = (X’X)” X’ ¢ uma inversa de minimos quadrados
de X. A solucao aproximada pode, entao, ser descrita em termos de X™* tal que
brg = X™y.

Embora bpsg seja uma solugao 6tima, ja que minimiza || Xb — y |3, esta nao
necessariamente é tnica, podendo existir outras que satisfacgam a mesma condigao.
Diante disso, a Definicao 2.3.4 apresenta o conceito de melhor solucao aproximada

(BAS: Best Approzimate Solution).

Definicao 2.3.4. Um vetor by é definido como a melhor solugao aprozimada (BAS)
de um sistema de equacoes lineares inconsistente se, e somente se, para qualquer

outra solucao aproximada by,:
1| Xby —y I3 < || Xbo —y [I3:

2. [y | <1 bo |-
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Assim, a melhor solucao aproximada é tnica, além de ser um caso especifico

de solucao de minimos quadrados.

Teorema 2.3.1. A melhor solugao aproximada de um sistema inconsistente € by =
XTty.

Pelo Teorema 2.3.1, constata-se que a solucao pseudoinversa, que ja foi apre-
sentada na se¢ao anterior como uma solugao possivel para os sistemas consistentes,
também é 1til em sistemas inconsistentes, para os quais ela configura-se uma solugao
aproximada de norma minima.

Uma vez que a solucao pseudoinversa também resolve um sistema de equacgoes
normais, pode-se demonstrar facilmente que a norma da solugao pseudoinversa ¢é a
menor dentre todas as outras normas de solugoes de minimos quadrados.

Dessa forma,

(X'X)bmq = X'y, (2.10)

assim como
(X'X)b+ =Xy (2.11)

e, portanto,
(X’X)(bmq —by) = (X’X)bNuu =0, (2.12)

em que bnuy € N(X) haja vista N(X’X) = N(X). Baseando-se na Equagao
(2.12), byq pode ser descrito pela soma de by e um valor arbitrario pertencente ao

espaco nulo de X tal que
bmg = by + by (2.13)

Em uma decomposigao SVD, em que X tem postor, Vo = [V (r41), V.(r42), - - -5 Vip)
é uma matriz cujas colunas formam uma base ortonormal para o espago nulo de X.

Substituindo by, por uma combinacao linear das colunas de Vg, tem-se

p
bmq = b_|_ + Z Oéi‘/_i, (214)

i=r+1

em que «; € IR.
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Como as colunas de V sao ortonormais, by e bny,u sao independentes e a
norma da soma ¢ igual & soma das normas, valendo a mesma regra para o quadrado

da norma. A demonstragao deste resultado encontra-se no Apéndice B. Diante disso,

p
1 Oma I5=1 b4 15+ 11 D iV |5 (2.15)
i=r+1
p p
=[1by [I5+ D> of | Vall=llbs 5+ ) of. (2.16)
1=r+1 1=r+1
Portanto,
p
1 Bmg I5=1b4 115+ > af =110y I3 - (2.17)
i=r+1

Quando r = p, 0 inico by possivel é 0 e existe uma tnica solugao de minimos
quadrados: b, = by. Ja quando r < p, a solucao by serd a que possui a menor

norma dentre todas as outras possiveis solugoes de minimos quadrados existentes.

2.4 Situacoes Gerais Possiveis

Em linhas gerais, a decomposi¢ao SVD fornece algumas informagoes a respeito
de um sistema linear em estudo, assim como estabelece certas propriedades para a
respectiva solugao. Avaliando as dimensoes da matriz X e o seu posto, pode-se

definir quatro cenarios possiveis para um sistema linear:

1. Quando X é uma matriz quadra de posto completo, n = p = r, tem-se que

U =U"'eV'=V"!tais que
Xt =V,S U/

= (UTSTV;DA
=X (2.18)

Como N(X) ¢ trivial, o sistema ¢é consistente, permitindo que a solugao by =
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Xty ajuste-se com exatidao aos dados. Como verificado anteriormente, a
existéncia de miltiplas solu¢oes para um sistema linear depende estritamente
do fato de N(X) ser trivial ou néo, ou seja, de V,. ser uma matriz quadrada p
por p. Uma vez que N(X) ¢é trivial, tem-se que o vetor solu¢ao by é o tnico

possivel para o sistema deste cenario.

2. Sen =rer < p,entdo N(X’) é trivial, enquanto N(X) nado. Outra con-
sequéncia desta possivel configuracao é que U, é uma matriz quadrada, e
portanto, U/ = U !, mas V, nao é quadrada e s6 ¢ possivel obter a igualdade
V!V, = I,. Assim,

by =V,.S 1U;y

=V,S.UU,.S 'S Uy
= X'(U, 818U )y = X'(XX')1y. (2.19)

Dessa forma, o sistema é consistente e by é uma solucao exata, embora esta
nao seja unica. Neste cenario com multiplas solu¢oes para Xb =y, by é a

solucao exata que possui a menor norma.

3. Sen > rer = p, entao N(X) é trivial e N(X’) ndo. Em outras pala-
vras, o sistema ¢ inconsistente e nao existe uma solucao exata que ajuste os
dados com perfeicao. Como N(X) é trivial, existe apenas uma tnica solu-
cdo aproximada para o problema. Sabendo que V! = V=1 U'U, = I, ¢

(X'X) ' =V,.8718 V! tem-se que
by = Xty=V,.5 'Uly
=V,.5 'S 'V!V,.S, Uy

= (X'X) ' X"y. (2.20)

Vale lembrar que, por by ser uma solucao aproximada neste cenéario, Xb,

projeta y no espago coluna de X, fornecendo o ponto do espago coluna que é
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mais proximo de y.

4. Ser < ner < p, entdo tanto N(X) como N(X’) ndo sdo triviais. Assim,
a solucao pseudoinversa é uma solugao aproximada, embora nao seja a tnica
solugao aproximada possivel. Todavia, a solugao pseudoinvesa ¢ a melhor
solugdo aproximada (BAS) ja que é baseada também na minimizagao de || b ||.

Assim, como no terceiro cenario em que n > r e r = p, tem-se que

Xby =U,S,.V!V,5 Uy = U, U’y = projy, (2.21)
C(X)

em que C(X) ¢ o espago coluna de X.

Tomando como base os quatro cenérios acima, fica explicito que a solucao
pseudoinversa é uma solucao bastante versatil por resolver sistemas consistentes e

inconsistentes nas suas mais variadas formas.

2.5 0O Método TSVD

Além da existéncia e unicidade de uma solugao, a sua estabilidade também é
um fator importante e estd diretamente ligada ao conceito de overfitting. De fato,
falar em instabilidade de uma solucao é equivalente a dizer que a solucao do sistema
X b = y esta muito sensivel as variacoes em y, ou seja, a solucao é util apenas para
aqueles dados observados em y e sera de pouca utilidade para previsoes.

A estabilidade da solugao pseudoinversa é um fator que depende das caracteris-
ticas da sequéncia de valores singulares. Pequenos valores singulares geram solugoes
b instaveis. Se a decomposicao SVD for truncada de tal forma que se tenha ¢ valo-
res singulares e ¢ < r, entao é possivel obter uma solugao TSVD ( Truncated Singular
Value Decomposition) que serd mais estavel se comparada a solugao pseudoinversa
baseada no SVD compacto, em que se utiliza todos os valores singulares. Todavia,
o ajuste dos dados baseado na solu¢ao TSVD pode ser pior devido a redugao do su-

bespaco no qual a solugao recai (Aster et al., 2011). A solu¢ao TSVD pode, entéo,
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ser descrita da seguinte forma:

t

brsvp = V;S; 'Uly = Z

J=1

’
Uy
§j

1 (2.22)

Embora, a solugao TSVD nao ajuste tao bem quanto a solucao pseudoinversa
baseada no SVD compacto, essa é melhor em tarefas de previsao ja que evita o
overfitting. O trade-off, entao, entre a qualidade do ajuste e o overfitting, é estabe-
lecido e a escolha do melhor ¢ a ser utilizado basear-se-4 em métodos que avaliam o

comportamento destes dois fatores conjuntamente.

2.6 A Regularizacao de Tikhonov

O trade-off entre o overfitting e a qualidade do ajuste que um determinado
modelo fornece é a principal caracteristica em comum dentre os métodos de regula-
rizagao. O que diferencia estes diversos métodos é a forma com a qual os calculos
sao realizados para se obter os valores preditos e a regra de decisao utilizada para
definir o ponto 6timo deste trade-off.

A regularizacao de Tikhonov foi desenvolvida para lidar com sistemas linea-
res do tipo Xb = y que sao mal-postos. Como ja discutido nas se¢oes anteriores,
isso pode acontecer quando o sistema é inconsistente, admite infinitas solugoes ou
apresenta-se instavel. Objetivando-se obter resultados com propriedades apropria-
das, a regularizacao de Tikhonov de ordem zero fornece uma solugao obtida a partir

do seguinte problema de otimizacao:
min {|| Xb -y |3 +a® | b |13}, (2.23)

para algum o > 0. Na Equagao (2.23) a constante o deve ser definida por quem
estd implementando o modelo e é dita um parametro de regularizacao justamente
por controlar o trade-off existente.

Assim sendo, a regularizacao de Tikhonov de ordem zero é equivalente & re-
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gressao Ridge, técnica amplamente difundida na literatura estatistica e que seré
discutida no Capitulo 3. Todavia, existe uma definicao mais abrangente para a re-
gularizagao de Tikhonov tal que a regularizacao imposta no problema seja definida
por um « e por uma norma euclidiana || Lb [|. Assim, o método de regulariza-
¢ao proposto por Tikhonov baseia-se em resolver o seguinte problema de minimos

quadrados regularizado:
min {|| Xb—y |3 +a* || Lb |3}, (2.24)

em que L é uma matriz (p — Ord) por p (Ord é a ordem da regularizagio), baseada
no conceito de diferenciacao do vetor solucao b. Quando L = I,,«,, tem-se a
regularizagao de Tikhonov de ordem zero, apresentada em (2.23).

Na regularizacao de Tikhonov de primeira ordem, o elemento de regularizacao
| Lb ||3 é descrito pela soma de quadrados das primeiras diferencas (by—by), (bs—bs),

.oy (by — bp_1) de tal forma que

n—1
I L [5= (LbYLb =) (biss — bi)?, (2.25)
i=1
em que ) i
-1 1 0 0 . 0 0 0
0 -1 10 0 0 0
L=|: :+ -~ i . (2.26)
0 0 0 -1 1 0
0O ... 00 .. 0 -1 1
- 4 (p-1)xp
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Ja quando
1 2 100 ... 0 0 00
0 1210 .. 0 0 00
I— , (2.27)
0 ..000 .. -1 2 10
0 o000 0 12

tem-se uma regularizacao de Tikhonov de segunda ordem e a quantidade || Lb ||3 ¢
baseada na diferenga das primeiras diferengas: (bg—bs)— (ba—b1), (by—b3)— (b3 —bs),

oy (b = bp—1) — (bu—1 — by—2). Do mesmo modo, as chamadas regularizacdo de
Tikhonov de ordem superior seguem a mesma linha de raciocinio desenvolvida para
as regularizacoes de primeira e segunda ordem.

Quanto maior a ordem da regularizagao de Tikhonov, mais préoximas umas das
outras serao as componentes do vetor solucao, permitindo uma contribuicao para
a previsao de y mais igualitaria entre as varidveis do modelo. Quando X possui
muitas variaveis muito correlacionadas, a regularizacao de ordem maior do que zero
torna-se uma ferramente bastante ttil e recomendada.

Portanto, a regularizacao de Tikhonov explora o procedimento de minimos qua-
drados adicionando um fator de regularizacao com o objetivo de reduzir o overfitting,
que muitas vezes acabam por dominar as solugoes que sao baseadas no procedimento
padrao de minimos quadrados.

O problema de minimizac¢ao (2.24) é equivalente a um problema linear de

minimos quadrados padrao (Aster et al., 2011):

2

: X Y
min b— . (2.28)
alL 0
2
O espaco nulo da matriz é equivalente a intersecao entre os espacos
aL

nulos de X e de L. Assim, se N(X) N N(L) for trivial, existird uma tnica solucao
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para (2.28).

Diante do problema de minimizagao estabelecido em (2.28),

-1

X

bry = (X' aL’) (X' aL’) Y (2.29)
alL 0

= (X'X +o’L'L) ' X'y. (2.30)

2.6.1 A Implementacao SVD

Através de uma abordagem baseada na decomposicao SVD, a regularizagao
de Tikhonov de ordem zero, diferentemente do método TSVD apresentado na segao
2.5, nao deixa de levar em consideracao os valores singulares que sao pequenos
demais. Ao invés disso, ela utiliza uma informacao a priori que controla o nivel de
regularizagao, reduzindo, e nao excluindo, o impacto dos valores singulares pequenos
na obtencao da solucao do sistema linear.

Seja bry, o vetor solucao para a regularizagao de ordem zero,
ka:o = (X/X + &21)71X/y.

Como se tem a garantia da existéncia da inversa de (X’X + a2I), mas nao se
tem a garantia da existéncia de (X’X)~!, passa-se a matriz (X’X + oI) para o
lado esquerdo da equagao a fim de se utilizar a decomposigao SVD e se obter uma

versao simplificada da solugao baseada nos valores singulares:

(VS'U'USV' + o*I| by, = VS'U'y,
[VS'SV' + oI bry, = VS'U'y,
[VS'SV' + o’V V'] bri, = VS'U'y,
V [S'S +a*] V'bry, = VS'U'y,

[S'S + o*] V'bry, = S'U’y,
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V'bry, = [8'S + 0% S'U"y,

bri, = V [S'S +0?] 7 S'U"y

-1
=V [8'S+a*] S'Uy. (2.31)
Dessa maneira,
- -
praw: 0o ... 0 0 ... 0
S
0 R 0 0 ... 0
et Smin (n,p) !
brioc = Vpxp | © 0 L. gEmeEl 0 L0 U, . Ynx1 (2.32)
0 0 0 0 0
0 0o ... 0 0 ... 0
L - pXn
smln n
Vll% VlQ% -+« Vimin(n, p)ﬁ 0O ... 0 <U.17 y>
(n.p)
Va1 2+a2 Vaz 2+az <+ Vamin(n, p)ﬁ o ... 0 <U.2, y>
= . . | . (2.33)
Vi1 2 S R v 75“1 nlp) g ... 0

" _2Sj 2 U,y Va; - — 35U}
_ 2 j=1 sTta (U.j: y) Vo Z 5 2 V= J—‘Jyv_j. (2.34)
: . —|— o ” i
. ']7

Z?:l S?iﬁ <U.ja y)‘/;)]

L d nx1

Como s6 existem no maximo min (n, p) valores singulares diferentes de zero, a solugao

brk, pode ser expressa por

min (nvp) S] Uly

_ J A
bri, = Z m‘/,], (2.35)
j=1r
ou equivalentemente,
min (n,p) 9 U’ min (n,p) ;y

v, (2.36)

_ 5j 39y Uj
brio = Trar s, Vi= > f .

j=1 j=1 J
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em que f; ¢ uma quantidade chamada de filtro.

A Equacgao (2.36) proporciona clareza na interpretagao do papel da compo-
nente de regularizacao a. A ideia da regularizacao é filtrar os valores singulares de
tal forma que apenas os melhores influenciem a solugao. Quanto mais os valores sin-
gulares sao maiores do que «, mais proximo de um o filtro sera e ird permitir que tal
valor influencie na solugao, enquanto que quanto mais os valores singulares sao me-
nores do que «, mais proximo de zero o filtro sera, amenizando o efeito destes valores
singulares pequenos. Ademais, fica evidente que ao adicionar a? no denominador da
Equacao (2.35), contorna-se problemas gerados com matrizes de posto incompleto,
pois mesmo que exista algum valor singular dentro deste somatoério que seja igual a

zero, devido a deficiéncia no rank da matriz, a solucao estara bem definida.

2.6.2 A Implementacao GSVD

Os problemas envolvendo a regularizagao de Tikhonov de ordem superior tam-
bém podem ter solucoes caracterizadas pelo somatério de um produto entre um
filtro f; e uma quantidade especifica com informacgoes advindas de uma decomposi-
¢ao de matrizes. Como além da matriz X tem-se a matriz L, a decomposi¢ao SVD
nao é viavel, fazendo-se necessario recorrer & decomposicao em valores singulares

generalizada (GSVD).

Definicao 2.6.1. Seja X« € Lixp, em que | = (p — Ord) e L é uma matriz de
posto completo. Entao, existe Upxn € Vixi, ambas matrizes ortogonais, e Dpyp,

que € uma matriz nao singular, tais que:

1. X =UAD’, em que A é uma matriz esparsan por p com elementos diagonais
0 S Al,k—i—l S A2,k+2 S ttt S Amin (n,p),k+min (n,p) s sendo k = 0 (]Wme n>pe

k=p—mn quando n < p.

2. L =VMD’, em que M é uma matriz diagonal | por p cujos elementos se

dispoem em ordem decrescente tal que My > Moo > -+ > M;; > 0.

3 M'M+ A'A=1.
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Definida a decomposigao GSVD de X e L e seja A = y/diag(A’A) e p =
diag(M'M), os valores singulares generalizados compéem um vetor 5 com p

componentes tal que

v = m (2.37)

Aplicando o GSVD na equagao normal:
(X'X +o*L'L)bry = X'y,

(DAU'UAD’ + o*DM'V'V M D )bry, = DA'U’y,
(DA’AD’ + o> DM’ M D')bryy = DA'Uy,
DA A+ o*M'M)D'bgy, = DA'Uy,
(A’A+o*M'M)D’bry, = A'U’y,
D'bry = (ANA+o*M'M) AUy,
bri, = (D) Y (AA+o*M' M) AUy, (2.38)

ou equivalentemente,
br = (DY (A'A+>?M'M)'A'U"y. (2.39)

— ’ . . ~
Fazendo-se T = (D 1), tem-se, assim como para a regularizacdo de ordem

zero, uma solugao expressa em termos de um somatoério e dos filtros:

y p 72 U,- ky
b ,J+k _ J J+ T ; 240
2
em que f; = 2 + 5 sao filtros analogos aos obtidos para a regularizacao de ordem
ZEro0.

Na Equacao (2.40) pode acontecer casos em que \; = 7; = 0, gerando uma

. . ~ . 2 .
indeterminacao do tipo %. Nesses casos, os termos devem ser considerados como
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zero. Ademais, podem existir casos em que 7y, ¢ infinito, de tal forma que o filtro

seja igual a 1 (Aster et al., 2011).

2.7 Exemplo Pratico do TSVD e de Tikhonov

Para ilustrar a utilidade, em situagoes aplicadas, dos métodos até entao apre-
sentados, far-se-a uso de duas bases de dados. A primeira é uma base de dados de
prostata que é utilizada nos exemplos do livro Hastie et al. (2013) e que pode ser ob-
tida através da internet: https://web.stanford.edu/"hastie/ElemStatLearn/
data.html. Ja a segunda base é utilizada nos exemplos do livro Kuhn and Johnson
(2013) e é composta por dados de origem quimica, que podem ser utilizados em

modelos de regularizacao para se realizar previsoes da solubilidade molecular.

2.7.1 Dados de Proéstata

A base de dados de prostata (PROS) provém de um estudo realizado em 97
homens sobre os quais foram realizadas medigbes (clinicas e demograficas) de 8
caracteristicas diferentes. Tais informacgoes pode ser utilizadas para modelar, atra-
vés de um sistema linear, quantidades relacionadas a um antigeno chamado PSA
(Prostate Specific Antigen), que é um fator de risco associado ao cancer de pros-
tata. Quanto maior o valor do PSA, maior o risco de um individuo ter o cancer de
prostata.

Em conformidade com Hastie et al. (2013), o sistema linear associado ao pro-
blema é definido pela matriz de dados X, com 97 linhas e 8 colunas, e pela variavel
resposta y, que é o logaritmo do PSA. Assim, o objetivo da aplicagao dos métodos
TSVD e Tikhonov é obter solu¢oes aproximadas que se ajustem bem ao sistema, ao
passo que sejam também capazes de realizar boas previsoes da variavel resposta para
futuros individuos, ou seja, solucoes aproximadas vidveis que evitam o overfitting.

A Tabela 2.1 apresenta todas as oito caracteristicas medidas no estudo para

exercerem o papel de variaveis preditoras, assim como o logaritmo do PSA, que é a


https://web.stanford.edu/~hastie/ElemStatLearn/data.html
https://web.stanford.edu/~hastie/ElemStatLearn/data.html
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variavel resposta .

Significado Abreviagoes
Logaritmo do volume do cancer lcavol
Logaritmo do peso da prostata lweight
Idade age
Logaritmo da quantidade de hiperplasia prostatica benigna Ibph
Invasao da vesicula seminal svi
Logaritmo da penetracao capsular lep
Gleason score gleason
Percentual do Gleason score pggdd
Logaritmo do antigeno PSA IPSA

Tabela 2.1: Variaveis que compdem o sistema linear (base PROS).

A matriz de correlagoes apresentada na Figura 2.1 evidencia que o logaritmo
do PSA possui correlacoes significativamente altas com grande parte das variaveis
preditoras. Correlagoes significativas também sao encontradas entre as variaveis que

compoem as colunas de X.

\al
) © & P
@& & - N & & Qq’ib Q%?‘

Icavol / 0.28 0.22 0.03 ' ’ 043 043 ,

0.8

Iweight 0.35 0.44 0.16 0.16 0.06 0.11 043
06

age /I/ 0.35 0.12 0.13 0.27 0.28 0.17
F 04
Ibph / 0.08 0.08 0.18 L 02
04

gleason

06
99945
0.8
IPSA /
-

Figura 2.1: Matriz de correlagdes das variaveis do sistema linear (base PROS).
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Para a avaliagao do desempenho dos modelos de regularizacao TSVD e Tikho-
nov, foi implementado o procedimento de validagao cruzada 5-fold, através do qual
calculou-se o Erro Quadratico Médio (EQM) sobre o conjunto de teste em cada uma
das cinco etapas da validacao. Através da média desses cinco EQM’s, tem-se uma
medida de avaliagao de desempenho, que aqui serd chamada de Erro Quadratico
Médio da validagao cruzada (EQMcv).

No que diz respeito ao intercepto de cada modelo, realizou-se a padronizacao
das variaveis preditoras. Assim, a estimativa do intercepto passa a ser a média
da variavel resposta. Como para o procedimento de validagao cruzada é necessario
dividir o banco de dados, optou-se por realizar a padronizacao do conjunto de trei-
namento e a subsequente padronizagao do conjunto de teste em cada uma das cinco
etapas da validagao.

A Tabela 2.2 apresenta os EQMcv’s para cada parametro ¢t do TSVD.

Parametro TSVD | t=1 ¢t=2 =3 t=4 t=5 t=6 t=7 =28
EQMcv 0.752 0.742 0.639 0.645 0.631 0.621 0.603 0.597

Tabela 2.2: EQMcv’s segundo a quantidade de valores singulares utilizada no modelo
(base PROS).

Como quanto menor o EQMcv, melhor é o modelo, tem-se que o melhor pa-
rametro do TSVD para este conjunto de dados é ¢t = 8. Em outras palavras, como
para t = 8 utiliza-se todos os valores singulares, o resultado da validagao cruzada
aponta que a solugao pseudoinversa ¢ a mais apropriada quando comparada com as
outras possiveis solugoes TSVD.

Um EQMcv préoximo do retornado pela solugao pseudoinversa é observado
quando t = 7. Todavia, para regularizacoes mais intensas com valores de t < 7, a
performance preditiva dos respectivos modelos nao foi igualmente satisfatéria.

J& para a regularizacao de Tikhonov, foi realizada uma implementacao com-
putacional baseada nas decomposicoes SVD e GSVD, sendo testados os métodos de
ordem zero, um e dois. Como o pardmetro de regularizacao o pode assumir qualquer

valor tal que o > 0, tem-se a necessidade de se definir um grid de busca. Assim, o



2.7. EXEMPLO PRATICO DO TSVD E DE TIKHONOV 39

grid escolhido abrange uma sequéncia que vai de 0 a 7, variando 0.025 de elemento

a elemento.
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#
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N
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Figura 2.2: Sensibilidade da métrica de avaliacao de desempenho segundo os valores
de a para cada regularizacao de Tikhonov (base PROS).

A Figura 2.2 apresenta os EQMcv’s para os respectivos parametros de regulari-
zagao em cada método Tikhonov, assim como o EQMcv obtido a partir da utilizagao
do método TSVD com t = 8.

Como para o = 0 a regularizacao de Tikhonov, independente de sua ordem,
é equivalente ao procedimento de minimos quadrados, tem-se o mesmo EQMecv
para as trés curvas no ponto inicial. Posteriormente, as curvas decaem até um
ponto 6timo de regularizagao (ponto destacado sobre a curva do gréfico) e, logo em
seguida, voltam a subir. Se fossem realizados calculos para valores de o maiores do
que 7, seria registrada uma ascensao das trés curvas. Esse padrao de curva é uma
caracteristica dos métodos de regularizagao e sera melhor abordado mais adiante.

Um aspecto interessante a ser observado é que, apés o ponto 6timo, conforme
a ordem da regularizagao de Tikhonov aumenta, a curva tende a subir de forma
menos intensa.

A Tabela 2.3 apresenta os parametros 6timos em cada um dos trés métodos

juntamente com os respectivos EQMcv’s.
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Tikhonov de ordem 0 Tikhonov de ordem 1 Tikhonov de ordem 2
Parametro « 3.150 2.725 1.550
EQMcv 0.578 0.581 0.590

Tabela 2.3: EQMcv’s segundo o parametro 6timo de cada método (base PROS).

Diante da anélise realizada, percebe-se que a regularizagao de Tikhonov de
ordem zero foi a que mostrou-se com maior poder preditivo. Ademais, independente

da ordem, as regularizacoes de Tikhonov performaram melhor do que o método

TSVD.

2.7.2 Dados de Quimiometria

A base de dados de origem quimica (QUIM), contém 1267 observagoes e 228
preditores. Dentre os preditores, 208 sao atributos binéarios que indicam a presenca
ou nao de subestruturas quimicas especificas, 16 sao atributos de contagem e os 4
restantes sao atributos continuos. Tais informacgoes serao utilizadas para prever a

solubilidade de uma determinada substancia quimica.
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Figura 2.3: Matriz de correlacoes das variaveis de contagem e continuas do sistema
linear, incluindo a variavel resposta y (base QUIM).
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A matriz presente na Figura 2.3 apresenta a estrutura de correlagao entre os

preditores de solubilidade que nao sao binérios, assim como suas correlagoes com a
variavel resposta.

Existem algumas correlagoes muito fortes e positivas entre alguns preditores
que podem inviabilizar a utilizagao de métodos convencionais como a regressao li-
near.

Assim como na aplicacao em dados de prostata, antes de se submeter os dados
aos modelos de regularizacao, foi realizada a padronizacao das variaveis preditoras
a fim de se estimar o intercepto com base na média da variavel resposta, facilitando,
assim, a implementacao computacional dos modelos. As padronizagoes foram re-
alizadas nos conjuntos de treinamento e teste em cada uma das cinco etapas da

validacao cruzada, conforme justificado anteriormente.

A Figura 2.4 apresenta os EQMcv’s segundo cada parametro de regularizacao
do método TSVD.

EQMcv

W"“’—-—.—-—

50

100 150

200
Parametro de regularizagédo t

Figura 2.4: Sensibilidade da métrica de avaliacao de desempenho segundo os valores
de t (base QUIM).

O EQMcv da solugao pseudoinversa (t = 228) foi de 0.499. Embora o menor
EQMecv existente no grafico seja de 0.497, obtido com ¢ = 173, a Figura 2.4 apre-

senta uma tendéncia clara, revelando a existéncia de diferencas irrisérias na métrica
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para grandes variacoes de t quando este ¢ maior do que 135, ao passo que tem-
se a existéncia de diferencas significativas para pequenas variagoes do parametro ¢
quando este é pequeno.

Para os métodos de Tikhonov de ordem zero, um e dois, definiu-se um grid de
busca abrangendo uma sequéncia de 0 a 10, variando 0.025 de elemento a elemento.
A Figura 2.5 apresenta os EQMcv’s resultantes da validagao cruzada para cada
parametro de regularizagao em cada método Tikhonov, além de apresentar o melhor

EQMecv obtido pelo método TSVD.
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Figura 2.5: Sensibilidade da métrica de avaliagao de desempenho segundo os valores
de « para cada regularizacao de Tikhonov (base QUIM).

Novamente, todos os métodos de Tikhonov alcangaram resultados melhores do
que o melhor resultado obtido pelo TSVD, sendo a regularizagao de Tikhonov de
ordem zero a que retornou o menor EQMcv.

A Tabela 2.4 apresenta os pardmetros 6timos em cada um dos trés métodos

de Tikhonov juntamente com os respectivos EQMcv’s.

Tikhonov de ordem 0 Tikhonov de ordem 1 Tikhonov de ordem 2
Parametro o 5.600 4.375 2.200
EQMcv 0.468 0.473 0.479

Tabela 2.4: EQMcv’s segundo o parametro 6timo de cada método (base QUIM).
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Um padrao observado nas Figuras 2.2 e 2.5 é a compensagao do efeito de
regularizacao. Como a regularizacao é naturalmente mais intensa nos métodos de
ordem superior, a regiao de menor EQMcv de cada curva tende a se localizar em
valores menores de a conforme a ordem aumenta.

O pico presente no inicio das trés curvas nao era esperado. Para verificar a
origem do problema, foi realizada uma comparacao da curva gerada pela implemen-
tagao computacional do método Tikhonov de ordem zero, com as curvas geradas
pelas regressoes Ridge disponiveis nos pacotes MASS e glmnet, ambos provenientes
do software R. Vale ressaltar que para inserir o parametro de regularizacao na fun-
cao do glmnet e obter equivaléncia nos resultados é necessério realizar uma pequena
transformagao:

Doy —9)%a? o’

)\glmnet = f; = Sy;, (241)

em que Agmnet ¢ 0 parametro a ser inserido na fungao do glmnet, s, ¢ o desvio
padrao da variavel resposta, n é o ntimero de observacoes e o é o parametro de
regularizacao ja apresentado na segao 2.6. Na subsegao 3.4 serd explicado como a
funcao glmnet do respectivo pacote opera e, entao, sera possivel entender o porqué

dessa transformacao.
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Figura 2.6: Curvas de validagao cruzada segundo a implementac¢ao computacional
(base QUIM).
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No caso dos dados de prostata, as trés curvas coincidem. Todavia, para os
dados de quimiometria, a comparacao com o pacote glmnet evidencia algumas di-
ferengas, principalmente quando « esta entre 0 e 1. Para este intervalo, a curva do
glmnet ja comega um pouco mais acima do que as outras e, embora também tenha
uma pico inesperado nos valores iniciais, este é menos evidente.

Até onde pdde-se constatar, essas diferencas sdo consequentes de inconsistén-
cias numéricas.

Ademais, para este conjunto de dados, o Ridge do pacote MASS nao gerou
um resultado coerente quando o = 0, retornando um EQMcv demasiadamente alto,

que nao foi apresentado na Figura 2.6.



Capitulo 3
A Regularizacao Via Otimizacao

Este Capitulo volta a atengao a descrigao geral dos principais métodos de regu-
larizacao disponiveis na literatura estatistica, embora tenha como principal objetivo
descrever a implementagao do LASSO Bayesiano (Park and Casella, 2008) através
do Amostrador de Gibbs. Resultados relacionados as distribuigdes condicionais a
serem utilizadas na implementagao que foram descritos em Park and Casella (2008)
serao aqui explorados detalhadamente para uma maior compreensao sobre como o

LASSO Bayesiano pode ser computacionalmente implementado.

3.1 Modelo de Regressao Linear

O objetivo de uma analise de regressao convencional é explicar o comporta-
mento ou prever os valores de um determinado vetor de variaveis aleatorias Y através
de uma relagao funcional y = f(X). Uma das relagdes funcionais mais utilizadas é

o modelo de regressao linear

y=XpB + €, (3.1)

no qual 8 = (Bo, b1, P2, - - -, Bp) € 0 vetor de parametros da regressdo, € ¢ um vetor
de erros do modelo, y é o valor em um conjunto numérico que representa a variavel

resposta e X, (p+1) ¢ uma matriz de p preditores lineares com n observagoes, sendo

45
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p menor do que n, e a primeira coluna atribuida ao intercepto.

Tal modelo, apesar de sua grande usabilidade, possui algumas limitagoes que o
faz menos desejavel ou até mesmo inviavel. Em estudos de dados genéticos o niimero
de amostras envolvidas frequentemente é menor do que o niimero de caracteristicas,
i.e p > n. Como resultado, a matriz X — dita uma matriz de alta dimensao —
possui covariaveis que sabidamente possuem algum nivel de colinearidade entre si.

O fendémeno da colinearidade é indesejavel e implica que o espaco coluna de X,
espago sobre o qual obtém-se as projegoes ortogonais ¢ de y, possua uma dimensao
menor que p, dificultando a deteccao da real contribuicao das covariaveis no processo
de explanacao da variabilidade proveniente da variavel resposta Y .

Como consequéncia, tais problemas frequentemente refletem ajustes com gran-
des incertezas nas estimativas dos componentes de 3 que se relacionam com as
variaveis colineares.

Além da inconveniéncia da multicolinearidade, a saturacao do modelo é uma
caracteristica dos dados de alta dimensao e dificulta a implementagao de uma re-
lagao funcional y = f(X). Métodos alternativos como as regressoes regularizadas
foram desenvolvidos para contornar algumas complicacoes como as detalhadas an-

teriormente.

3.2 Meétodos de Regularizacao

Como mencionado previamente, em modelos de regressao linear cujas variaveis
sao colineares, os coeficientes tornam-se pouco confidveis e, uma vez que a matriz de
dados X nao possui posto completo, a matriz (X’ X) passa a ser singular, inviabili-
zando a sua inversao. Por mais que, em muitos casos, os programas implementados
em software estatisticos consigam calcular a sua inversa, objetivando usé-la para
estimar os coeficientes e suas variancias, o processo de inversao dos dados é ins-
tavel e induz estimativas com altas varidncias. A imposicao de uma restri¢cao no
tamanho dos coeficientes alivia o efeito de problemas provenientes do conflito entre

coeficientes de variaveis correlatas (Hastie et al., 2013).
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O estimador em um método de regularizagao pode ser genericamente descrito

como sendo:

Bq = arg,@minz (yi o= xz‘jﬁj) ; (3.2)

j=1
p

sujeito az |67 < t. (3.3)
j=1

A restri¢ao imposta a Equagao (3.2) deixa clara a habilidade de tais méto-
dos de controlar o quao grande pode ser o valor assumido por ;. Dois fatores sao
determinantes nesse controle, ou regularizacao: ¢ e t. Enquanto ¢ possui uma inter-
pretacao um pouco mais rebuscada, a interpretagao da influéncia do elemento t na

regularizagao é direta: quanto menor o valor de ¢, mais intensa seréa a regularizacao.

A\
A\

(a) LASSO (¢g=1) (b) RIDGE (g = 2)

Figura 3.1: Ilustragao da estimacao dos parametros na regularizacao e a sensibilidade
dos resultados com relagao ao valor de q.

As Figuras 3.1(a) e 3.1(b) exemplificam o processo de estimagao para um mo-
delo com duas variaveis explicativas. O vetor ,[;' é o estimador de minimos quadrados
da regressao sem regularizagao. As linhas em vermelho representam as curvas de
nivel da funcao de erro por minimos quadrados, enquanto que as figuras geométri-

cas centradas na origem do gréfico representam as regioes definidas pelas restrigoes
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|81+ |B2] < te 2+ B2 < trespectivamente. O ponto que representa a intersegao
entre a regiao de restricao e a menor curva de nivel existente, dentre as curvas que
intersectam a regiao, ¢ a estimativa proveniente do método de regularizacao.

Para a implementagao desses modelos de regularizacao, ¢ interessante, sempre
que possivel, realizar uma padronizagao prévia dos dados a fim de se evitar que a
escala das covariaveis seja determinante no resultado final.

Especificamente, quando ¢ = 1 e ¢ = 2 o método de regularizacao recebe
o nome de regressao LASSO (Least Absolute Shrinkage and Selection Operator) e
regressao Ridge respectivamente (Hastie et al., 2013). Ambos ganharam destaque
por possuirem propriedades relevantes.

A componente g da Equagao (3.3) pode assumir qualquer valor estritamente
maior que 0 na regularizagao. No entanto, é aconselhével que se escolha um valor
de g tal que ¢ > 1, caso contrario, a regiao de restricao torna-se nao-convexa,
dificultando o problema de otimizacao (Hastie et al., 2013). Quando ¢ = 1 a regiao
de restri¢ao ainda é convexa, mas |3;|? nao ¢é diferenciavel em 0, implicando em uma
das principais propriedades da regressio LASSO que ¢ forgar alguns f3}s a serem
estimados exatamente em 0. J& quando ¢ = 2, o método perde esse propriedade,
mas continua controlando a participacao das covariaveis no modelo, mesmo que de
forma mais suavizada. Hastie et al. (2013) apresenta uma relagdo entre a regressao
Ridge com componentes principais através da decomposicao em valores singulares
da matriz de dados X, mostrando que o Ridge projeta os valores de Y nesses
componentes controlando com mais fervor os coeficientes dos componentes de menor
variancia e do que os coeficientes dos componentes de maior variancia.

A Equacao (3.2) sujeita a restrigdo descrita em (3.3) pode ser reformulada e

reescrita em sua forma Lagrangeana

n

p 2 p
By = argﬂmin Z (?Ji —Bo — Z xijﬁj) + A Z 18517 ¢ (3.4)
i1 =1 j=1

na qual A > 0 é o parametro de regularizacao, controlando o quao grande pode ser

cada ;. Dessa forma, A possui uma interpretagao oposta a interpretagao dada a ¢,
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ou seja, quanto maior o valor de A, os 8}s serao estimados mais proximos de zero. Ja
quando A se aproxima de 0, as estimativas da regressao regularizada se aproximam
das estimativas da regressao por minimos quadrados convencional.

Com a regularizagao explicitada na sua forma Lagrangeana, a regressao Ridge

possui solucao explicita para o célculo das estimativas:

By = (X'X +\I)"' X'y, (3.5)

em que I é a matriz identidade p X p. Perceba que na regressao Ridge as estimativas
se assemelham as estimativas de minimos quadrados, possuindo uma relagao linear
com y e tendo como diferenca a soma do parametro de regularizacao na diagonal
principal da matriz (X'X), que faz da estimag¢ao um problema nao-singular mesmo
se X nao for de posto completo.

O estimador Ridge também pode ser reescrito como uma fungao do estimador

de minimos quadrados (3). Seja

W= (X'X+M)"'X'X, (3.6)

o estimador Ridge pode ser expresso por:

WE=W(X'X)"'X'Y
= (X'X + M) X'X(X'X)'X'Y
= (X'X + )XY =33,

Portanto,

WS =B, (3.7)

Em outras palavras, o operador linear W transforma o estimador de minimos

quadrados de B no estimador Ridge. Como resultado,

Var(Bs) = Var(W B8) = WVar(8)W' = o*W (X' X)"'W", (3.8)
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em que o2 é a variancia do erro.

Por ter uma variancia definida explicitamente, torna-se possivel compara-la
com a varidncia do estimador de minimos quadrados. Ao se realizar a comparagao,

tem-se:

Var(B) — Var(Bz) = 0 [X'X + M|~ [2A + \A(X'X) 7] [(X'X + )7

(3.9)
A demostragao da igualdade (3.9) encontra-se no Apéndice C. Para que a matriz
X'X seja inversivel, é preciso que ela seja positiva definida, ou seja, X precisa
ser de posto completo. Uma vez que I também é positiva definida, tem-se que
[(X'X + I)7'] é positiva definida, assim como (X'X + AI) também ¢ positiva
definida, desde que A > 0. Especificamente em [2AI + \?(X'X)7!], a matriz é
positiva definida para todo A > 0, mas é semi-definida positiva quando A = 0.
Assim, Var(,é) — Var(,éz) > 0 para todo A > 0.

A Figura 3.2, elaborada de forma a reproduzir os padroes das curvas em Hoerl
and Kennard (1970, Fig. 1), é uma representacao do comportamento que os erros
quadraticos médios (EQM’s) podem assumir em um determinado conjunto de dados
e mostra a relagao entre a variancia, o viés ao quadrado e o parametro A. Percebe-se
que existe um trade-off entre viés e variancia: a variancia total decresce conforme A
aumenta, enquanto o viés ao quadrado aumenta. A linha curvada sélida representa
o erro quadratico médio da regressao Ridge e evidencia a superioridade do Ridge,
para determinados valores de A, em relagao ao método de minimos quadrados.

Theobald (1974) mostra que existe um valor \g tal que, para todo 0 < A < A,
o estimador Ridge retorna um EQM menor que o EQM obtido via MQO. Posterior-
mente, Farebrother (1976) generaliza o resultado para quando X néo possui posto
completo.

Hoerl and Kennard (1970) também mostram que, através da anélise das deri-
vadas das curvas do viés ao quadrado e da variancia, chega-se a conclusao de que

é possivel variar o valor de A > 0 de tal forma que as estimativas passem a ter um
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— EQM Ridge
— EQM Minimos Quadrados
= — Varidncia

<+ o ---- Viés ao Quadrado

Figura 3.2: Tlustracao do Erro Quadratico Médio e do trade-off entre o quadrado
do viés e a variancia.

pequeno viés e uma consequente e substancial reducao na variancia, reduzindo o
erro quadratico médio e melhorando a qualidade das predigoes.

Na pratica, o valor 6timo de A nos métodos de regularizacao frequentistas é
usualmente determinado empiricamente por meio de métricas de desempenho de
validagao cruzada, sendo escolhido o valor de A que na média apresentar o melhor
desempenho nos conjuntos de teste. Uma vez que os dados sao subdivididos em
teste e treinamento, a avaliacao da qualidade da predicao depende do corte que
foi realizado nos dados. Ao se dividir os dados em varias partes de tal forma que
se tenha varios conjuntos de treinamento e teste, a validacao cruzada diminui esse

efeito de corte.
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3.3 LASSO Bayesiano

Métodos bayesianos também podem ser utilizados para sele¢ao de varidveis e
regularizacao das estimativas. Muitas estimativas penalizadas provenientes de mé-
todos frequentistas sao equivalentes a algumas estatisticas resumo de distribuig¢oes
a posteriori de modelos bayesianos especificos. Como exemplo, tem-se a correspon-
déncia entre a estimativa LASSO com a moda a posteriori de um modelo bayesiano
com prioris iid’s (Independentes e Identicamente Distribuidas) Laplace nos coefici-
entes e a correspondéncia entre a estimativa Ridge com a moda a posteriori de um
modelo com prioris iid’s Normal (Hastie et al., 2013).

Ao se implementar métodos bayesianos, é mais comum utilizar-se a média a
posteriori no lugar da moda. No entanto, ao se utilizar a média como estimativa
bayesiana, a correspondéncia com o LASSO deixa de existir, enquanto que a regres-
sao Ridge também possui correspondéncia com a média a posteriori (Hastie et al.,
2013). Além disso, quando utilizadas prioris iid’s Laplace nos coeficientes, diferen-
temente da moda a posteriori, a média a posteriori nao possui a propriedade de
estimar alguns coeficientes exatamente no 0.

Avaliar o quao concentrada a priori é na vizinhanga de 0 e se ela tem caudas
pesadas ou nao sao fatores relevantes que auxiliam na compreensao da influéncia
da priori no modelo. Dessa forma, a densidade a priori dos 6;»3 serd responsavel
por definir se o modelo ira induzir selecao de variéveis e controlar o tamanho dos
coeficientes ou apenas induzir este tltimo.

O LASSO Bayesiano de Park and Casella (2008) ¢ descrito a seguir. Como

descrito anteriormente, ao se definir uma priori Laplace

DO | >

7(B8) = [[ 5 exp{-AIB;I}, com B; € RV, (3.10)
j=1

e uma priori independente 7(c?) com ¢? > 0, a distribuicao a posteriori 7(3, 0?|y)

é proporcional a
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p
w(8,07%) o w(0?)(0?) T exp {—%@ ~XP)(5 - XP) 1Y vm} ,
G
em que ¥y = y — y. Como consequéncia, as estimativas irao depender de \ e da
escolha da priori de 2.

Apesar de interessante, o modelo implementado com a priori (3.10) e uma priori
independente 7(0?) permite a geracao de distribuigoes a posteriori proporcionais a
quantidade (3.11) que possuem mais de uma moda. Ao se fixar o2 e condicionar 7(3)
no valor fixo o2, Park and Casella (2008) mostram que a distribui¢do a posteriori

resultante é sabidamente unimodal. Assim, Park and Casella (2008) utilizam uma

variac¢ao da priori definida em (3.10):

m(Blo?) = H 2\;\? exp {—)\\‘Z_L} , com f3; € RVj. (3.12)

Considerando que o2 possua uma distribuicdo a priori gama inversa com pa-

j=1

rametros «a e v tal que,

w(0?) = o) ep{~ L} com >0 e (a>07>0), (313)

e utilizando a priori (3.12), a distribuicdo a posteriori de 3 e o é proporcional a

- - p
28, 0% 5 (07)-EF 01 g {_0; ((y - X5)(5 — X0) ﬂ) )5 % } |
" (3.14)
Assim, ao se utilizar uma priori para o degenerada com a = 0 e v = 0, tem-se
uma equivaléncia com a utilizagao de uma priori nao informativa scale-invariant

ﬁ. Dessa forma, tem-se a garantia de uma posteriori unimodal (Park and Casella,

2008).
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Essa formulagao do LASSO Bayesiano traz um beneficio a mais, pois uma
vez que os coeficientes 37s em (3.14), na parte responsdvel pela regularizagao, sao
padronizados, o parametro de regularizacao A nao é mais sensivel a mudancas de
escala em gy, ou seja, uma mudanca na unidade de medida de y nao exige uma

mudanca no valor de A para produzir o mesmo modelo de LASSO Bayesiano.

3.3.1 O Modelo Hierarquico

Resumir a informacao contida na distribui¢ao a posteriori pode nao ser uma
tarefa facil. Em teoria, uma variavel aleatéria X com valores no conjunto x possui
densidade f(z) = K g(z), cujo K é um valor Gnico que representa uma constante
de normalizacdo e g(z) ¢ dito o nucleo de f(x). A expressao (3.14) nada mais ¢ do
que o nicleo da distribuicdo a posteriori conjunta de 3 e 02 e para se amostrar os
valores dessa distribuicao por métodos convencionais é preciso, primeiro, descobrir
qual é a constante de normalizacao K. Na préatica, calcular o valor de K pode ser
uma tarefa ardua e gerar valores aleatorios de distribui¢oes multidimensionais sem
supor independéncia pode ser mais complicado ainda.

Nesse contexto, varios métodos ditos algoritmos MCMC (Monte Carlo via Ca-
deia de Markov) foram desenvolvidos para contornar e fazer da geragao de amostras
dessas distribuigdes complexas uma operagao viavel. O Amostrador de Gibbs é um
dos exemplos mais simples de método MCMC e para utilizéd-lo basta se obter os
ntcleos das distribui¢oes condicionais.

Especialmente para o problema de regularizagao sobre o qual a posteriori pro-
porcional & quantidade (3.14) foi construida, existe um método razoavelmente sim-
ples com uma estratégia computacional para se obter a média ou qualquer outra
estatistica resumo da distribuicao a posteriori. A estratégia consiste em formular
um modelo hierdrquico cuja finalidade é fornecer as distribui¢oes condicionais ne-
cessarias para a implementacao do amostrador de Gibbs, que ird gerar as amostras
da posteriori para a estimacao das estatisticas resumo.

Por conveniéncia computacional, a distribuigao a priori Laplace 7(3|o?) passa
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a ser representada como uma mistura infinita de densidades Normal (Andrews and

Mallows, 1974):

® exp{—alzl} /oo L . { ZQ}GZe { aQs}ds com @ — —— >0

= €XP1— = X —— p —€X —a” = , = — .

2 P 0 V27s P 2s) 2 P 2 Vo?
(3.15)

A formulagao hierarquica proposta por Park and Casella (2008) é, entao, dada

por:
ylp, X,B8,0° ~ N, (pl,+XB,0°I,), (3.16)
BlrE, ... ,7'5, o> ~ N, (Op, 02D7) . D, =diag(r}, ... ,TPQ),
P 2 2
A 5
o T~ H?exp{—vgj} dr?, 7,1 >0,
j=1
o> ~ 7(o?)do?
Assim, 72, ... ,7'3, que devem ser independentes de o2, sao parametros auxiliares

utilizados para que se possa reescrever a priori (3.12) como uma mistura de dis-
tribui¢oes normal. Para facilitar a compreensao da utilizacao da expressao (3.15)
basta pensar que 7(8;|0?) é basicamente a distribui¢do marginal encontrada apos

integrar a distribuicao conjunta de f3;, 7'j2 e 02 sobre os valores de 7']»2, ou seja,

(8,72, 02)7T(7'j2, o?)

W(ﬁj|02) —/Tﬂ(ﬁj,TjQ\UQ)de —/T ]77(02) dT]-Q_LW(ﬁj’TJZ,UQ)W(TJZ)dTJZ.
(3.17)

A formulacao hierarquica, assim construida, torna possivel os célculos das

distribuicoes condicionais dos parametros do modelo.
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3.3.2 A Implementacao Computacional

Através da formulagao hierarquica (3.16), considerando uma priori indepen-
dente nao informativa para i e supondo que o2 tenha uma distribuicao gama inversa,

a densidade conjunta pode ser expressa por

f(ylp, B, 0 Hw B;|r2, %) (%) =
. ! ! 7" ovas1 ¥
(2m0?)3 eXp{z_ (y =l = XB) (y = pl —X@} F @) ew {5}

2 2
|| s 022% { 207252} eXp{—Az%}. (3.18)

j=1
Para facilitar as contas, o parametro p é retirado da expressao, sem perda de gene-
ralidade, fazendo-se gy = y — y. Entao, a densidade conjunta (3.18) passa a ser uma

conjunta que é marginal apenas com relagao a i e que é proporcional a

X — T &P {—%(ﬂ - Xp) (g - XB)} (0?) ™" exp {—%} x

N

1 1, T2
EE— —\2L 3.19
2732)% P { 20272 bi } P { 2 } ( )

J

Eliminando os termos que nao envolvem 3 de (3.19) e considerando D, como

sendo uma matriz diagonal cujos elementos da diagonal principal sao 73-2, tem-se

1 o 2 1 - 1,
—T(y—Xﬂ)(y—Xﬁ)——ZTjg ~53G-Xp) (G- XB)~ 5 ;6D'B

- 202 (BX'XB-2§'XB+ 7§ +8D;'B)
= o [B(XX + D)8 - 25/ XB+ 9]

= (FAB -2 XB + §9) (3.20)
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em que A = (X'X + D).
Levando em consideracao o fato de A ser uma matriz ortogonal, tem-se que a

quantidade
(8- A"X'GIAB- AX'G) = (8- A" X'G)(AB - X'p)

_ [,6/ . QIX(A_I)I] (A,B—X,'g) — B/Aﬁ—,B/X/’g—’g/X(A_I)/A,8+g/X<A_1>/X,’g
=B'AB - (§JXB) -§XB+§XA X'y (3.21)

e, como g’ X 3 possui dimensao 1 x 1, (§'XB3)" = g’ X 3, consequentemente
BAB -2 XB+§gXA'X'g. (3.22)

Com a utilizagdo do quadrado (3.22), a expressao (3.20) pode ser reescrita

como sendo

5 (BAB 2/ X5 + §9)

1 B 5 _ _ - _ ~ -~
= 55 (BAB -2/ XB+ XA X - §XAX'G+55)

_ ! (B-AT'X'g)AB-A"' X'y +y (I, - XA X )g]. (3.23)

202
Como (I, — XA *X")g ndo depende de B3, tem-se que a parte da distribuicao
conjunta (3.19) que depende de 3 é descrita pela quantidade

[ ATXPAB - A X, (3.24)

que é exatamente o nucleo da distribuicao Normal Multivariada. Assim, sabe-se que
a distribuicao de 3 condicionado aos outros termos é uma Normal Multivariada com
média A~ X'y e variancia o2 AL,

A construcao da distribuicao condicional de ¢? ja ¢ mais direta. Levando em
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consideracao que

o2t Eanl) {_2%2@ - XB)(§ - XB)+ %B’Dilﬂ + %} (3.25)

2

contém todos os termos de (3.19) que englobam ¢ e realizando-se uma comparagao

com uma densidade gama inversa com parametrizacao tal que

T

f(z) = mx_r_l exp {—2} , (3.26)

percebe-se que a distribuicao de o2 condicionada a todo o resto é uma gama inversa

—n-l _p _ §-XB)G-XB) | BD;'B
comr="~-+5+aes= 5 + = +7.
Por dltimo, resta encontrar as distribui¢oes condicionais dos parametros que
foram criados para tornar possivel a implementacao do LASSO Bayesiano através

do Amostrador de Gibbs. Sabendo que a parte da distribui¢ao conjunta (3.19) que

contém 7'j2 é

(7‘2)_% ex 1 i + A2 (3.27)
i P12 02 J ’ '

Park and Casella (2008) apresentam que 77? = 7—1_2, quando condicionado aos demais
J
termos da formulacao hierarquica, possui distribuicao Normal-Inversa com parame-
trizacao tal que
)\l
f(z) = Z—x_% exp {—

™

M(e — ! 2

Gl L ) ) (3.28)
2(p)?x

Para verificar isto é preciso, primeiro, reescrever a quantidade (3.27) em termos

2

de 77]2- ao invés de 77. Visto que o jacobiano proveniente desta transformagao de

variavel é —% a densidade de 77]2- é proporcional a

(n7)?°
2y—2 1 ﬁ? 2 N
X (7’]]) 2 exp —5 ;7]] + 5 (329)

n;

Para que a quantidade (3.29) fique no formato de uma distribuigdo Normal-

Inversa com a parametrizagao de (3.28) é preciso completar um quadrado. Como
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( 2521 /’\2"2) /o2 nao depende de nj, pode-se reescrever (3.29) como sendo propor-

cional a
-2 2202
j o2 1 o2 i
)\202
) Fesp { 2 | 2
202 2773
3 B [(nﬂ) — 20} AQ -+ A2 2
()72 exp § —
J 202 77]
2
8 (2 - \/5F)
_3 7\ B;
= (1;) 2 exp g — T ’ . (3.30)
J
Assim, de fato, a distribui¢ao de 77]2- = 7—12 ¢ Normal-Inversa com p' = %
N = )\2 J ]

Calculadas as distribui¢oes condicionais, o Amostrador de Gibbs é capaz de
gerar amostras aleatorias da distribuigdo a posteriori (3.14), que serdo utilizadas
para se calcular os parametros do LASSO Bayesiano através de estatisticas resumo

como a moda ou a média.

3.3.3 Lidando Com o Parametro de Regularizacao

O parametro de regularizagao A pode ser calibrado de diversas maneiras. Em-
bora o método de validacao cruzada seja frequentemente utilizado para tal calibra-
¢ao, Park and Casella (2008) propoe outras duas alternativas bayesianas: o uso do
método chamado Bayes Empirico via Maxima Verossimilhanca Marginal e o uso de
uma hiperpriori para A. Para a aplicacao do LASSO Bayesiano nos dados genéticos
sera utilizada a segunda alternativa bayesiana. Dessa forma, a escolha de um A
especifico nao serd mais necessaria, ao passo que a escolha da hiperpriori deve ser

realizada com bastante cuidado de modo a evitar inconveniéncias na distribuicao a
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posteriori, a citar como exemplo a ocorréncia de multiplas modas (Park and Casella,
2008).
Tal como sugerido pelos autores do método, a A\? foi atribuida uma hiperpriori

gama da seguinte forma:

57"

(A} = m

W) e X250 e 7,6>0. (3.31)

A definicao da hiperpriori em A? e ndo em \ é realizada por pura conveniéncia
matematica.
Assim, a densidade conjunta resultante da formulagao hierarquica passa a ser

expressa por

f(ylu, B, 0 f[w (8|77 m(A\2) =
ﬁexp {%‘2 (y —pl, — XB) (y — pl, — Xﬁ)} FV(:) (0% L exp {_%} "
Jljl 20277 % { 202 7252} exp{—)\Q%jz} Fé(:’) (A)"Fexp {=0A*}. (3.32)

Eliminando-se os termos que nio envolvem A\ na Equagao (3.32), tem-se

11 {%2 exp {—AQ%QH F‘i;) (02 exp {—6)%)

(A?)P exp {—)\2% Z 7-].2}()\2)T_1 exp {—0A*}

=1

(A2 1 exp {—V (5 + % 2 Tf> } (3.33)

Dessa forma, a distribuicao condicional de A\? é gama com parametro de forma igual
72
a p -+ r e parametro de taxa igual a Z?:l - +0.
O hiperparametro 0 deve ser suficientemente maior do que 0 para evitar pro-

blemas conceituais e computacionais. Da mesma forma, r deve ser diferente de 0
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para evitar complicagoes na distribuigao a posteriori (Park and Casella, 2008).

3.4 Exemplo Pratico do LASSO e LASSO Bayesi-

ano

Para uma rapida comparacao do LASSO e LASSO Bayesiano com os métodos
apresentados no Capitulo 2, ambos foram aplicados nas mesmas bases de dados
utilizadas na segao 2.7. Para a aplicagao do LASSO utilizou-se o pacote glmnet
(Friedman et al., 2010) e para a aplicagao do LASSO Bayesiano utilizou-se o pacote
monomun (Gramacy, 2018), ambos provém do software R.

Em ambos os casos realizou-se a padronizacao das variadveis preditoras antes
de se submeter os dados ao modelo.

No caso da aplicacao do LASSO, a funcao glmnet do respectivo pacote trabalha

no procedimento de otimizagao da seguinte fungao objetivo:

R /s (1—a)
= T - ; /\ mne
iy o ;(y fo = 2:B) + Agtner |~

1812 +allBll2f,  (3.34)

em que Aginnet > 0 € 0 parametro de regularizacao utilizado como input na funcao
e 0 <a<1 Quando a = 0, tem-se a regressao Ridge e quando a = 1, tem-se o
LASSO.

A divisao por duas vezes o ntimero de observagoes (2n) e uma padronizagao im-
plicita da variavel resposta realizada pela funcao glmnet, fazem com que o parametro
Agimnet Seja diferente do A da Equacao (3.4). Quando a = 0 ou a = 1, é possivel se
estabelecer uma relacao de correspondéncia entre tais parametros. Neste contexto,
a funcdo glmnet primeiro padroniza y, dividindo-o por s, = /> ", W, para

posteriormente minimizar

I : ~[(1-a
e (0= w40 3 | S5k | (339

, : 2
i=1 7j=1
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A ) e
em que yYs = %, v = % en= % De modo equivalente, pode-se minimizar

p
mnet @ mne —a
~ o — B+ Dt Zm Pt Ly (330
¥y =1

2n2
Syzl

ou equivalentemente, minimizar

Ilmn
Z( BO -, /6) + 2n>\glmneta Z |ﬁ]’ +n g et Z 62 (337)
i=1 j=1
Desse modo, para aplicar o LASSO ou o Ridge de tal forma que estes este-
jam em conformidade com a Equacdo (3.4), é preciso, inicialmente, realizar uma
transformacao no parametro de regularizacao que seré utilizado no input da funcao:

1. No caso do LASSO, tem-se A = 2n)gimnet €, portanto, Agimner = %

: A mne
2. No caso do Ridge, tem-se \ = n% e, portanto, Agimnet = sy%.

Dessa forma, definiu-se, para cada base de dados, um grid de valores de A a

partir do respectivo grid utilizado na secao 2.7, ja que A = o?.

Posteriormente,
calculou-se 0 Agimner a ser utilizado na funcgao.

Para a aplicacao do LASSO Bayesiano, a fun¢ao do pacote utilizada é a blasso,
que possui um algoritmo implementado idéntico ao descrito em Park and Casella
(2008).

Para a base de prostata, foram coletadas 100.000 amostras MCMC, utilizando
um thin igual a 100 (nimero de amostras geradas a serem descartadas no intervalo
entre as coletas). Para o modelo hierarquico, os hiperparametros das distribuigoes
a priori do A\? e do o2 sdo valores nao informativos provenientes do default da fun-
¢ao. Para a estimacao das médias das distribuicoes a posteriori dos coeficientes,

desconsiderou-se as 10.000 primeiras amostras geradas. O mesmo aplica-se para

a base de quimiometria, com a diferenca de terem sido coletadas 10.000 amostras
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MCMC com thin igual a 10 e de terem sido desconsideradas as 1.000 primeiras para
a estimativa da média a posteriori.

As Figuras 3.3(a) e 3.3(b) comparam as curvas de validagao cruzada do LASSO
em cada base de dados com as curvas provenientes dos outros métodos. Como o
LASSO Bayesiano utiliza uma distribui¢ao para o parametro de regularizagao, a
selecao do modelo é realizada automaticamente e s6 é possivel obter um EQMcv
para o método.

Em ambos os casos o LASSO Bayesiano nao alcangou uma boa performance,
enquanto que o LASSO foi o método com o melhor desempenho, com um EQMcv
de 0.571 pra o = 2.250 nos dados de prostata e um EQMcv de 0.454 para o = 3.025
nos dados de quimiometria.

Na Figura 3.3(b), diferentemente da Figura 3.3(a), existe uma diferenca nu-
mérica quando a = 0 entre os EQMcv’s do LASSO e dos métodos Tikhonov.

A Tabela 3.1 apresenta os coeficientes dos dados de prostata gerados por cada
método, com os melhores parametros selecionados pela validagao cruzada, além de
apresentar os valores gerados pela funcao Im do software R, que calcula os coeficien-
tes da regressao linear. No caso do LASSO Bayesiano, apenas aplicou-se o método
com os mesmo hiperparametros, fornecidos pelo default da fungao blasso.

Para a aplicacao dos métodos, utilizou-se todo o banco de dados, ap6s o mesmo

ter sido padronizado. Portanto, a estimativa do intercepto é a mesma para todos.

Abreviaio i TSVD Tikhonov Tikhonov Tikhonov LASSO LASSO
. Funcao Im de ordem 0 de ordem 1 de ordem 2 .
da variavel (t=28) (o =2.250) Bayesiano
(a=3150) (a=2725) (a=1.550)
Intercepto 2.478 2.478 2.478 2.478 2.478 2.478 2.478
lcavol 0.665 0.665 0.554 0.587 0.642 0.601 0.453
lweight 0.266 0.266 0.255 0.267 0.248 0.242 0.204
age -0.158 -0.158 -0.114 -0.085 -0.102 -0.084 -0.049
lbph 0.140 0.140 0.120 0.110 0.118 0.102 0.087
svi 0.315 0.315 0.275 0.241 0.238 0.250 0.212
lcp -0.148 -0.148 -0.031 -0.005 -0.035 0.000 0.059
gleason 0.036 0.036 0.048 0.036 0.009 0.009 0.049
pggdb 0.126 0.126 0.090 0.082 0.106 0.068 0.072
Tabela 3.1: Coeficientes calculados segundo cada método de regularizagao (base

PROS).
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Figura 3.3: Sensibilidade da métrica de avaliacao de desempenho segundo os valores
de « para cada regularizacao.
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Como o método TSVD utilizou todos os valores singulares, os resultados sao
iguais aos da solucao pseudoinversa, que, para estes dados, equivale & solucao de
minimos quadrados do modelo de regressao linear.

Para compreender a extensao do viés agregado a cada coeficiente, é interessante
utilizar os coeficientes da regressao linear como referéncia. Pela distancia euclidiana,
o LASSO Bayesiano foi o método que mais se distanciou da solugao de minimos
quadrados.

Embora exista uma variagao razoavel no valor de cada coeficiente dentre os
métodos, é possivel observar uma diferenga mais extrema: o LASSO excluiu do mo-
delo a variavel lcp, enquanto os outros métodos apenas reduziram satisfatoriamente

o efeito da mesma.

pag45 ]
1
gleason - - J]
w =l
svi . E
Ibph m
age [LIT -
lweight E
Icavol |

-2 -1 0 1 2
Coeficientes

Figura 3.4: Boxplot das amostras a posteriori para cada coeficiente do LASSO
Bayesiano (base PROS).

Mesmo o LASSO Bayesiano nao excluindo diretamente variaveis do modelo, a
Figura 3.4, que resume as informagoes da distribuicao a posteriori de cada coefici-
ente, sugere que apenas trés dentre os oito coeficientes estao bem distanciados de

zero: lcavol, lweight e svi.
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Capitulo 4

Aplicacao em Dados Genéticos

Reducao de custos, reprodutibilidade e reducao do tempo necesséario para al-
cangar um objetivo sao pilares para quem trabalha com melhoramento de plantas
ou animais. Tais profissionais buscam balancear as vantagens e desvantagens desses
métodos de melhoramento, escolhendo aquele que melhor atende as suas necessida-
des.

O melhoramento tradicional de plantas ou animais envolve uma sele¢ao base-
ada na observacao e avaliagao das caracteristicas fenotipicas de interesse (caracte-
ristica externas, morfologicas, fisiologicas e comportamentais dos individuos). Re-
alizada a selegao, o melhoramento se da a partir do cruzamento dos individuos
selecionados.

Posteriormente, técnicas mais avancadas que levavam em consideracao as re-
lagoes de parentesco e o efeito do ambiente sobre o fenétipo foram implementadas
tendo em vista que uma boa compreensao do delineamento de um experimento e
dos dados gerados era e ainda é um pré-requisito fundamental para a analise dos
valores quantitativos expressos nos fenotipos.

Embora o controle dos fatores ambientais seja fundamental para a sele¢ao dos
principais individuos a serem utilizados no melhoramento, sabe-se que o desempenho
de um animal ou planta também é influenciado pela genética e sua interagao com
o ambiente. Assim, pode se utilizar essa informacao genética a fim de se definir,

através de previsoes do fendtipo, os candidatos a individuos elite.

67
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Considerando-se que os dados provenientes dos fenotipos (ou tragos) foram
coletados corretamente no campo, a selecao fenotipica, que é realizada com base
na avaliacao direta do fenétipo, é eficaz e a identificacao dos individuos superio-
res torna-se uma tarefa possivel. Apesar de eficaz, esse procedimento esta longe
de ser eficiente quando o melhoramento é realizado em espécies com longos ciclos
de desenvolvimento. A espera excessiva para a avaliagdo dos fendtipos, que é uma
consequéncia desses longos ciclos, retarda o procedimento para a obtengao de in-
dividuos superiores. A existéncia de ciclos com periodos longos é bastante comum
principalmente no melhoramento de plantas e trata-se de um problema sério por
fazer do melhoramento com base na selecao fenotipica um procedimento custoso.

Nesse contexto, o melhoramento genético apresenta-se como uma ferramenta
alternativa com grande potencial de aplicacao para a definicao dos cruzamentos a
serem realizados, visando-se a criacao de novos genétipos e a indicacao mais agil
dos individuos superiores a serem utilizados comercialmente (Resende et al., 2008).
A pesquisa genética molecular passou a ganhar destaque, sustentada no argumento
de que a utilizacao da informacao em um nivel molecular traria um ganho genético
mais rapido que os melhoramentos baseados somente nas informagoes fenotipicas
(Meuwissen et al., 2001).

A Selecao Auxiliada por Marcadores Moleculares (MAS) foi uma das primei-
ras técnicas de melhoramento genético propostas e trouxe consigo a possibilidade
de atenuar problemas envolvendo os longos ciclos de melhoramento e os altos custos
provenientes da manutencao e fenotipagem dos ensaios experimentais. Sendo marca-
dores moleculares estruturas que fornecem as informacoes genéticas necessarias para
a implementacao da metodologia, a MAS requer o conhecimento prévio das associ-
acoes desses marcadores com regioes especificas do genoma chamadas Quantitative
Trait Loci (QTL), que sdo regioes reguladoras de caracteristicas quantitativas.

Apesar dos avancos nas tecnologias utilizadas para a identificacdo dos QTL’s
e de suas respectivas associagoes com os marcadores moleculares, a MAS nao é tao
eficaz em problemas reais. A dificuldade em se trabalhar com QTL’S motivou uma

mudanga de paradigma, minimizando-se o foco em efeitos individuais dos tragos
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e passando-se a trabalhar com a informacao genética conjunta para predigoes dos
fenotipos (Grattapaglia, 2014). A utilizacdo conjunta e direta das informacdes pre-
sentes na fita de DNA, deu-se o nome de Sele¢ao Gendmica (GS), também conhecida
como Sele¢ao Genomica Ampla (GWS).

Um dos principais pressupostos da Selecao Gendmica é que, dada a enorme
quantidade de marcadores utilizados no estudo, todos os QTL’s relacionados a ca-
racteristica de interesse estao correlacionados com pelo menos um dos marcadores
utilizados no melhoramento, fazendo da deteccao dos QTL’s e do estudo das respec-
tivas associa¢oes um passo desnecessario (Lin et al., 2014).

Por um determinado periodo, a nova metodologia permaneceu pouco utili-
zada, em grande parte pela inviabilidade da utilizagao dos marcadores moleculares
até entao disponiveis. Com o surgimento dos marcadores SNP (Single Nucleotide
Polymorphism), que sao varia¢oes na sequéncia de DNA em um tunico nucleotideo
e existentes em pelo menos 1% da populacao estudada, tal metodologia voltou a
ganhar espaco tendo em vista que a genotipagem de SNP’s é de facil obtengao e
relativamente barata, viabilizando a construcao de bases genéticas com uma quan-
tidade numerosa de marcadores. Essas amplas bases de dados com informagoes
genéticas no nivel dos individuos sao, entao, juntamente com os respectivos fenoti-
pos, utilizadas para o treinamento e validacao de modelos estatisticos de previsao
ou classificacao, posteriormente utilizados nao somente para aprimorar a compreen-
sao da conexao existente entre elementos genémicos e fenotipos como também para
auxiliar na definicao dos cruzamentos a serem realizados.

A Selecao Gendmica limita-se a construcao de modelos estatisticos que irao
realizar predi¢oes dos chamados GEBV’s (Genomic Estimated Breeding Values),
que podem ser obtidos de diversas formas e em diversos contextos. No contexto
apresentado neste trabalho, os GEBV’s serao obtidos através da retirada dos efeitos
de delineamento dos fenétipos.

A selegao dos novos individuos é, entao, realizada com base em seus gendtipos,
utilizando-se o modelo estatistico ja construido para a predi¢ao dos GEBV’s. Assim

sendo, a selecao dos melhores serd diretamente baseada nos valores preditos dos
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GEBV’s, observando-se o rank.

Dada a viabilidade economica da utilizacao de SNP’s e de sua cobertura na
fita de DNA, a sele¢ao com base nesses marcadores pode fornecer, desde que possua
poder preditivo satisfatério, uma vantagem relativa a selecao fenotipica devido a
reducao dos custos e a classificagao precoce daqueles que serao considerados candi-
datos a individuos elite.

Devido ao ntimero de variaveis (marcadores) ser frequentemente muito maior
que o namero de observagoes (individuos — plantas ou animais), a estimacao dos
efeitos dos marcadores e a consequente previsao dos GEBV’s nao ¢ uma tarefa
tao simples. A falta de graus de liberdade para o calculo das estimativas através
de métodos como Minimos Quadrados Ordinarios juntamente com a existéncia de
muitos marcadores em LD (Linkage Disequilibrium) — marcadores associados —
sao alguns dos desafios a serem enfrentados.

O método BLUP (Best Linear Unbiased Predictor) proposto por Henderson
(1984) procura contornar este problema de big data, embora possua uma suposigao
pouco observada na pratica que é a exigéncia de igualdade entre as variancias dos
marcadores. Métodos bayesianos, ao propor a utilizacao de distribuicoes a priori

para essas variancias, tornam-se mais realistas (Meuwissen et al., 2001).

4.1 Ciclo de Melhoramento de Plantas Via GS

A Figura 4.1 apresenta de forma sucinta um esquema do melhoramento de
plantas através da Selecao Genomica.

Dentre as diversas fases da Selecao Genomica, a Figura 4.1 destaca duas: o
desenvolvimento do modelo preditivo e a selecao das melhores mudas, que foram
obtidas através do cruzamento das arvores do grupo utilizado no treinamento do
modelo.

Eventualmente o melhorista pode coletar uma amostra aleatoéria das mudas
com as melhores previsoes de GEBV’s e realizar o respectivo plantio sob um deli-

neamento experimental. Depois de alguns anos tais individuos podem ter as suas
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Figura 4.1: Ciclo GS (Figura retirada de Grattapaglia (2014), com adaptagoes).

informagoes fenotipicas registradas e serem utilizados para atualizar o modelo pre-
ditivo (Grattapaglia, 2014). Enquanto a maturagao necesséria para a fenotipagem
nao acontecer, o melhorista induz o florescimento e realiza o cruzamento das mudas
para a realizacao de novas selecoes.

Em estudos genémicos existe uma associa¢ao negativa entre o tamanho efetivo
da populagao (conceito que esta relacionado & compatibilidade genética existente
entre individuos) e a extensdo dos desequilibrios de ligagdo entre os marcadores
e os QTL’s (Grattapaglia, 2014). Na pratica, conforme os ciclos de selegdo vao
sendo realizados e novas populagoes vao sendo geradas através dos cruzamentos dos

ancestrais elite, tem-se um maior compartilhamento de material genético em comum
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entre os individuos e isso caracteriza uma redugao do tamanho efetivo da populagao.
Com essa redugao, a extensao dos desequilibrios de ligacao entre marcadores e QTL’s

aumenta, ocasionando um aumento do poder preditivo da GS.

4.2 Base de Dados

Para a implementacao dos modelos e avaliacao da Selecao Gendmica sera utili-
zada uma base de dados reais com informagoes do genoma de arvores de eucaliptos.
A base de dados envolve informagoes de 33.398 marcadores do tipo SNP de 999
plantas de eucalipto plantadas em 2006 na cidade de Brotas, Sao Paulo, Brasil.
As arvores de eucalipto utilizadas no estudo foram obtidas através de uma amostra,
com base em variaveis de crescimento, de 1.000 individuos dentre os 2.784 eucaliptos
plantados sob um delineamento de blocos completos com parcela. As 2.784 plantas
se subdividem em 45 familias. Apesar de serem amostradas 1.000 plantas, nao foi
possivel coletar a informacao genética de uma delas, sobrando assim 999 para estudo
(Lima, 2014).

Uma vez que os SNP’s representam pares de bases nitrogenadas do DNA, as
variaveis do banco de dados de eucalipto sao codificadas originalmente através de trés
combinacoes de pares de letras. A critério de exemplo, se uma varidvel apresentar
as combinagoes “AA”, “AT” e “T'T”, o par “AT” é o geno6tipo heterozigoto e os demais
pares sao gendtipos homozigotos. Para a realizagao dos estudos relacionados a essas
bases, realizou-se uma codificacao diferente de tal forma que o genétipo homozigoto
de maior frequéncia fosse identificado pelo ntimero “1”, o genétipo homozigoto de
menor frequéncia pelo niimero “-1”7 e o gen6tipo heterozigoto pelo ntimero “0”.

Foram coletados 15 fenétipos de relevancia comercial, que podem ser agrupa-
dos em quimicos, fisicos e de crescimento. A Tabela 4.1 apresenta as estatisticas
descritivas acerca dos fendtipos das plantas de eucalipto que estao disponiveis para
estudos.

Os quatro primeiros fenotipos da Tabela 4.1 sao de crescimento. Em seguida,

com excecao da Relacao SG, Celulose, Hemicelulose e dos tragos relativos a lignina,
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Fenotipo Minimo  Maximo Desvjo Média  Mediana Frequéncia
Padrao de NA’s

Diametro a Altura do Peito (DAP) (cm) 12.35 23.24 1.83 16.60 16.55 0
Altura (m) 19.60 27.60 1.36 24.19 24.20 0
Volume da Madeira (m3) 0.12 0.50 0.06 0.24 0.23 0
Incremento médio anual (IMA) (m3 - ha™! - ano) 28.87 121.64 14.92 58.63 56.66 0
Celulose (%) 41.80 55.40 1.77 48.88 48.80 0
Hemicelulose (%) 13.90 20.20 0.88 17.27 17.30 0
Relagao SG (Siringil/Guaiacil) 1.83 4.20 0.41 2.93 2.90 0
Lignina Insolavel (%) 20.70 28.80 1.11 25.24 25.30 0
Lignina Solavel (%) 2.20 4.90 0.41 3.55 3.50 0
Lignina Total (%) 24.40 32.10 1.05 28.78 28.80 0
Densidade da Madeira (kg - m™3) 407.10 646.50 35.90 512.51 511.80 0
Angulo Microfibrilar 10.50 17.50 1.22 12.94 12.90 651
Comprimento da Fibra (mm) 0.59 0.93 0.06 0.75 0.75 649
Largura da Fibra (um) 17.20 24.70 1.14 19.84 19.80 649
Rigidez (mg - 100m~1) 4.40 11.00 1.02 7.11 7.00 650

Tabela 4.1: Estatisticas resumo dos fen6tipos relativos aos dados reais.

todos os demais podem ser considerados fendtipos fisicos.

A avaliacao do minimo, maximo e desvio padrao, juntamente com a informacao

da média, permite concluir que nao existem observacoes muito discrepantes das

demais em nenhum dos tragos em questao.
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Figura 4.2: Densidades estimadas.

A Figura 4.2 apresenta as estimativas das respectivas densidades por meio da

utilizagao do kernel gaussiano e fornece suporte as conclusoes sobre o comportamento
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desses fendtipos. Embora nao seja muito acentuada, trés tragos possuem densidades
com assimetria a direita: Volume da Madeira, IMA e Angulo Microfibrilar. Para os
demais tragos, os graficos apontam para um padrao de simetria.

Embora os custos de genotipagem tenham diminuido drasticamente nos tl-
timos anos, os custos de fenotipagem permanecem altos, limitando o aumento do
niamero de observagoes para a Sele¢ao Gendmica (Lin et al., 2014).

Devido as dificuldades inerentes ao processo de coleta dos fendtipos, apenas
quatro, dentre os quinze apresentados na Tabela 4.1, tiveram seus valores devida-
mente registrados para todas as 999 plantas genotipadas: DAP, Altura, Volume
da Madeira e IMA. Para os demais fenotipos, registrou-se os respectivos valores
para cerca de 350 plantas, escolhidas de modo a maximizar a variabilidade e re-
presentatividade amostral (Lima, 2014). Posteriormente, foi aplicado o modelo de
espectroscopia de infravermelho proximo (Near Infrared Reflectance Spectroscopy -
NIRS) para se realizar as imputagoes das observagoes faltantes (Lima, 2014). To-
davia, o modelo NIRS nao foi capaz de realizar boas imputagdes para os quatro

ultimos fendtipos da Tabela 4.1.

4.3 Limpeza e Imputagao da Matriz de marcadores

Para a anélise dos dados genéticos, serao avaliados trés métodos de regula-
rizagao: Ridge, LASSO e LASSO Bayesiano. Mas antes, é preciso realizar um
pré-processamento da matriz de marcadores e da varidvel resposta.

Para a obtencao de modelos com uma boa qualidade preditiva, foram adotados

alguns procedimentos comumente utilizados na literatura de Selegao Genoémica:

1. Foram excluidos 94 marcadores constantes, ou seja, marcadores que estavam

codificados com apenas um gendétipo.

2. Foram excluidos 5.723 marcadores por possuirem a frequéncia do alelo menos

comum (Minor Allele Frequency - MAF) inferior a 1%.
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Como erros de genotipagem induzem a existéncia de dados faltantes na ma-
triz de marcadores, um outro procedimento comum ¢é a exclusao do marcador cuja
frequéncia dos genotipos faltantes exceda 10%, ou equivalentemente, cuja taxa de
genotipagem (call rate) seja inferior a 90%. Embora existam genodtipos faltantes
nos dados em estudo, tal procedimento nao foi necessario ja que nenhum marcador
apresentou call rate inferior a 10%.

Realizados os procedimentos de limpeza da base de dados, procedeu-se com
a imputacao dos marcadores restantes que possuiam algum genoétipo faltante, utili-

zando o valor médio dos genotipos de cada marcador.

4.4 As Etapas da Modelagem

A abordagem de modelagem utilizada nesta aplicacao caracteriza-se por duas

etapas bem definidas:
1. ajuste por efeitos de delineamento;

2. aplicagao dos modelos de regularizagao utilizando os residuos obtidos na pri-

meira etapa como variavel resposta.

Como foi realizada uma selegao de 1.000 sem que fosse levado em consideracao
o delineamento experimental aplicado nas 2.784 plantas de origem, optou-se apenas
pelo ajuste por efeito de bloco. Assim, para a retirada do efeito de delineamento,
aplicou-se um modelo com intercepto e blocos aleatoérios.

Os residuos obtidos, também chamados de GEBV’s, tornam-se, entao, a varia-
vel resposta dos modelos de regularizacao, sobre os quais aplicou-se um procedimento
de validagao cruzada 5-fold para encontrar os melhores modelos segundo um critério:
a média das habilidades preditivas obtidas para cada grupo da validacao.

A habilidade preditiva pode ser calculada pela correlacao de Pearson entre os
GEBV’s (residuos) e os valores preditos. Tal medida é importante para a Sele¢ao

Genodmica devido a sua relac¢ao linear com o ganho genético (Lin et al., 2014).
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4.5 Herdabilidade e Escolha dos Fenétipos

Sabe-se que a habilidade preditiva de um determinado modelo em um deter-
minado feno6tipo é influenciada por diversos fatores, sendo a herdabilidade um deles
(Lin et al., 2014). A herdabilidade no sentido restrito é a propor¢ao da variabilidade
fenotipica que pode ser explicada pelos efeitos genéticos aditivos, representando, as-
sim, o quao herdével estima-se que um determinado fenétipo é (los Campos et al.,
2013). Tal medida considera apenas efeitos aditivos, desconsiderando-se efeitos de
dominancia, epistasia ou interagao entre genotipo e ambiente (Lin et al., 2014). Exis-
tem diversas formas de se calcular a herdabilidade. No presente estudo, utilizou-se o
modelo misto rrBLUP (Endelman, 2011), a partir do qual calcula-se a herdabilidade

como sendo

= 2 (4.1)

2

2 € a variancia estimada dos residuos.

em que 62 é a variancia estimada genética e &

g
Para a estimacao de o7, calculou-se &, = Z]]Vil 2p;(1 — p;)62 (Gianola et al., 2009),
em que p; é a frequéncia do alelo mais comum no j-ésimo marcador e 62 corresponde
a variancia do vetor de efeitos aleatorios.

Neste trabalho o modelo misto rrBLUP nao sera explorado em detalhes, mas
seré utilizado para fornecer a herdabilidade como uma ferramenta descritiva que
informa a influéncia da genética no produto final, que é o fenétipo. Para o calculo
das mesmas, utilizou-se a matriz de marcadores ap6s a sua limpeza e imputagao,
embora as imputagoes nao tenham sido utilizadas para o calculo de p;. Da mesma
forma, como variavel resposta do modelo misto rrBLUP, optou-se por utilizar os
residuos obtidos através do ajuste pelos efeitos de delineamento.

A Tabela 4.2 apresenta as herdabilidades calculadas pelo método rrBLUP para
cada trago.

Implementou-se os modelos de regularizagao utilizando-se o fendétipo Relagao

SG, que possui alta herdabilidade, e o fenétipo DAP, que possui herdabilidade mo-
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Fenotipo Herdabilidade
Diametro a Altura do Peito (DAP) (cm) 0.432
Altura (m) 0.330
Volume da Madeira (m?) 0.417
Incremento médio anual (IMA) (m? - ha=! - ano) 0.418
Celulose (%) 0.554
Hemicelulose (%) 0.642
Relagdo SG (Siringil/Guaiacil) 0.845
Lignina Insolavel (%) 0.660
Lignina Soluavel (%) 0.695
Lignina Total (%) 0.661
Densidade da Madeira (kg -m=3) 0.575
Angulo Microfibrilar 0.127
Comprimento da Fibra (mm) 0.623
Largura da Fibra (um) 0.103
Rigidez (mg-100m—1) 0.281

Tabela 4.2: Herdabilidades dos feno6tipos.

derada. Com isso, sera possivel verificar o impacto da herdabilidade de um feno6tipo

na habilidade preditiva obtida.

4.6 Aplicacao dos Modelos e Resultados

Para a aplicacao dos modelos de regularizacado LASSO e Ridge, fez-se uso
do mesmo pacote utilizado anteriormente nos dados de prostata e quimiometria
(glmnet). Ja para a aplicagao do LASSO Bayesiano, optou-se por utilizar o pacote
BLR do software R, amplamente utilizado em Selegao Gendémica. Diferentemente
da metodologia aplicada nos exemplos de prostata e quimiometria, nao foi realizado
nenhum tipo de padroniza¢ao na matriz de marcadores e o intercepto foi calculado
diretamente, através da opgao intercept=TRUFE, presente nas fungoes dos respectivos
pacotes.

A primeira versao do BLR foi lancada em 2010 e, desde entao, o pacote tem
sido citado em diversas publicagoes envolvendo anéalises genéticas para programas
de melhoramento de plantas e animais (los Campos et al., 2013).

Relativamente ao pacote monomuwn, utilizado nos exemplos com as bases de
prostata e quimiometria, o pacote BLR demonstra superioridade no tempo de pro-

cessamento, mas nao fornece uma matriz com as amostras dos coeficientes que foram
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coletadas no MCMC, retornando apenas a média para cada coeficiente. Contudo,
as amostras coletadas da variancia e dos parametros de regularizacao sao salvos em
arquivos de texto.

Apesar do BLR possuir um algoritmo que reproduz a proposta de implementa-
¢ao computacional de Park and Casella (2008), existe uma pequena diferencga relativa
A priori para 0%: enquanto Park and Casella (2008) sugerem a utilizacao de uma
priori gama inversa, o pacote BLR opera com uma priori qui-quadrado inversa esca-
lonada. Comparada & distribuicao gama inversa, a qui-quadrado inversa escalonada
descreve a mesma distribuicao de dados, mas utiliza uma parametrizacao diferente.

A parametrizacio para a priori de o2 no BLR é descrita como segue:

()% exp (—5)
f(o?|v, S) = Qv 207 (4.2)
L (3) (0%)'"z
cuja esperanca ¢ dada por v% (para v > 2) e cuja moda é dada por % (los

Campos et al., 2013). Assim, a densidade (4.2) é equivalente a distribuigao gama

S

. . . . " :
inversa (3.26) com o primeiro parametro igual a § e o segundo igual a

A parametrizacao do BLR para a priori do o2 mostra-se mais conveniente no
contexto de Selegado Genoémica. los Campos et al. (2013) fornecem algumas reco-
mendacoes a respeito dos hiperparametros a serem utilizados no LASSO Bayesiano.
Para a definicao dos hiperparametros da priori do o2, recomenda-se utilizar um valor
pequeno para v a fim de se reduzir a influéncia da priori, mas que esse seja maior
do que 4 para evitar problemas com o valor esperado de o?. J4 para o parametro

S, recomenda-se utilizar

S = Var(y)(1 — h*)(v — 2), (4.3)

em que h? é a herdabilidade.
No tocante aos hiperparametros da distribuicao a priori gama de A2, com

parametrizacao tal que
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o 2
T\ = —— (A2 le™N, 4.4
() = £y () (14)
sendo r o pardmetro de forma e § o pardmetro de taxa, recomenda-se defini-los de
modo que a densidade tenha uma moda e seja relativamente nao informativa em

sua vizinhanca. Uma vez que a moda de uma distribuicao gama pode ser dada por

(r=1)
5

(para r > 1), ao se definir o parametro de taxa como

h2

0= = Vg 7S,

(4.5)

em que MS, =770 >°F @, tem-se que a referida moda est4 bem definida
(1-h?)

para todo r > 1 e ¢ igual a 2°—5~MS,. Essa moda nada mais é do que um ponto
alvo, definido a partir da informacao a priori da herdabilidade. Com relacao ao
parametro de forma é interessante que este seja ligeiramente maior que um para
garantir que a moda esteja bem definida e que a priori seja nao informativa em
torno dessa, ja que o coeficiente de variacao sera alto (los Campos et al., 2013).

Seguindo as recomendagoes para a implementagao do LASSO Bayesiano, definiu-
se, tanto para o fenotipo DAP como para a Relacao SG, » = 1.01 como parametro
de forma da priori de A2, enquanto o parametro de taxa § foi definido pela Equacao
(4.5), considerando-se h? igual a 0.432 para a DAP e igual a 0.845 para a Relacao
SG conforme os valores apresentados na Tabela 4.2. Do mesmo modo, definiu-se S
(um dos parametros da priori de 0?) pela Equagao (4.3). Por fim, o parametro v,
referente aos graus de liberdade da distribuigao qui-quadrado inversa escalonada, foi
definido como sendo igual a 5 independente do fenétipo em questao.

Dessa forma, o LASSO Bayesiano foi implementado e, com 100.000 iteragoes
e um thin igual a 10, foram coletadas 10.000 amostras MCMC. Para a estimagao
das médias das distribui¢oes a posteriori dos coeficientes, desconsiderou-se as 1.000
primeiras amostras geradas.

Para a avaliacao da performance dos modelos em estudo, calculou-se a média

das habilidades preditivas obtidas pelo procedimento 5-fold, que sera chamada de

habilidade preditiva da valida¢ao cruzada (HP.,). Tanto para o método LASSO
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quanto para o Ridge, a HP,, foi calculada para cada A pertencente a um grid que
abrange valores de 0 a 200, variando 0.25 de elemento a elemento. Também levou-se
em consideragao as transformagoes de A para Agmner (input para a funcao glmnet)
apresentadas na segao 3.4, que sao necessarias para se ter equivaléncia com a formu-
lagao dos modelos apresentada pela Equagao (3.4). No caso do LASSO Bayesiano,
a validacao cruzada foi aplicada apenas uma vez, obtendo-se uma tunica HP,,, ja

que a calibragao do A é estabelecida automaticamente através da sua hiperpriori.
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Figura 4.3: Sensibilidade da métrica de avaliagao de desempenho segundo os valores
de A (curva de validagao) para os métodos LASSO e Ridge.
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As Figuras 4.3(a) e 4.3(b) apresentam as habilidades preditivas de validagao
cruzada para cada parametro do LASSO e Ridge, assim como apresenta a obtida pelo
LASSO Bayesiano. Os pontos destacados sobre as curvas de validagao do LASSO e
Ridge representam as regioes de melhor desempenho destes métodos.

Ao se observar os pontos de melhor desempenho de cada método, percebe-
se que os métodos que realizam sele¢ao de variaveis (LASSO e LASSO Bayesiano)
se destacaram em relacao ao Ridge na tarefa de prever os GEBV’s de ambos os
fenotipos, sendo que, no caso do fenétipo de baixa herdabilidade, essa vantagem
foi satisfatoriamente grande. Em ambos os casos o LASSO Bayesiano alcangou um
desempenho similar ao obtido pelo LASSO com seu melhor A, segundo a métrica
HP,,.

Na aplicacao do modelo Ridge, com o fenétipo Relagao SG, a respectiva curva
de validacao se aproxima da melhor H P., obtida pelo LASSO, assim como se apro-
xima da H P., obtida pelo LASSO Bayesiano. Todavia, a aproximagao é assintotica
e, sabendo-se que os modelos sao completamente dominados pelo ruido quando a
regularizacao é demasiadamente intensa, conclui-se que modelos com um regulariza-
¢ao maior que as avaliadas nao irao obter resultados muito melhores, esperando-se,
inclusive, que o desempenho diminua a partir de um determinado ponto.

A Tabela 4.3 apresenta as melhores habilidades preditivas de validacao cruzada
juntamente com os respectivos parametros de regularizagao. No caso do LASSO
Bayesiano, apresenta-se a unica habilidade preditiva de validacao cruzada calculada

para comparagao com as demais.

Fenotipo LASSO Ridge LASSO Bayesiano
DAP (baixa herdabilidade) 0.423 (A =95.25) 0.331 (A = 0.25) 0.423
Relagdo SG (alta herdabilidade) | 0.815 (A =5.75)  0.791 (A = 183.75) 0.818

Tabela 4.3: Habilidades preditivas de validagao cruzada.

Percebe-se que o LASSO Bayesiano, com os hiperparametros definidos segundo
as recomendagoes de los Campos et al. (2013), mostrou-se um método extremamente
competitivo na aplicagao.

Para uma anélise direcionada aos coeficientes gerados por cada modelo, os
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trés métodos de regularizagao foram aplicados levando-se em consideracao todas as
plantas do banco de dados. No caso do LASSO e do Ridge, foram utilizados os
parametros de regularizacao presentes na Tabela 4.3, enquanto que para o LASSO
Bayesiano apenas aplicou-se o método com os mesmos hiperparametros em toda a
base. A Figura 4.4 apresenta os graficos que informam a magnitude dos coeficientes

gerados em cada método.

Coeficientes do Ridge (DAP) Coeficientes do Ridge (Relagéo SG)
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Figura 4.4: Valores dos coeficientes de todos os 27.581 marcadores SNP.

A informacao mais impactante apresentada na Figura 4.4 é a esparsidade exis-
tente nos graficos dos coeficientes gerados pelo LASSO. Devido & sua propriedade
de selecao de variaveis, existem apenas 164 coeficientes diferentes de zero quando o
fenotipo em questao é a DAP e 484 quando o fen6tipo em questao é a Relagao SG.

Embora o Ridge se caracterize por manter os valores dos coeficientes em um
mesmo patamar, o primeiro grafico mostra que o método permitiu que alguns poucos
coeficientes fossem significantemente maiores que a maioria. O mesmo nao acontece

para a aplicacao do Ridge com a Relagao SG.
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Como para o célculo dos coeficientes do LASSO Bayesiano utilizou-se a média
a posteriori, e nao a moda, a selecao de variaveis passa a nao ser direta, justificando
a auséncia de esparsidade. Diferentemente do esperado, o LASSO Bayesiano nao
permitiu, nesta aplicacao, que alguns coeficientes se destacassem em relagao aos
demais, ou seja, que alguns coeficientes sofressem uma regularizagao menor do que

a maioria.
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Capitulo 5

Conclusao

A obtencao de solu¢oes regularizadas para um determinado sistema linear pode
ser dada de diferentes maneiras, podendo ser viabilizada através de procedimentos
que variam desde a simples exclusao dos valores singulares substancialmente pe-
quenos, provenientes da matriz X, até procedimentos mais complexos envolvendo
otimizagoes numéricas ou distribuicoes de probabilidades. Tais métodos sao tteis
para o desenvolvimento de modelos com uma boa qualidade preditiva uma vez que
permitem a obtencao de coeficientes que, embora levemente enviesados, possuem
uma variancia menor em relacao a obtida pelo modelo linear sem regularizagao. O
trade-off entre viés e variancia é estabelecido por um parametro que regula a inten-
sidade da regularizacao e saber escolher o melhor valor para esse parametro ¢ um
passo importante da modelagem.

Dentre as medidas que podem ser utilizadas para se avaliar o desempenho
do modelo, o Erro Quadratico Médio mostra-se bastante pratico ja que possui um
comportamento conhecido ao se variar o parametro de regularizacao \. Todavia, a
escolha da medida vai depender dos interesses praticos em questao.

Com o estudo dos modelos de regularizagao, percebe-se que o método novo
e emergente chamado LASSO Bayesiano possui algumas vantagens em relacao aos
demais aqui avaliados. Embora tenha um custo computacional maior, o método traz
a opcao de se utilizar uma priori para A, permitindo uma automatizacao da calibra-

¢ao deste parametro, além de fornecer intervalos de credibilidade. Diferentemente
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do LASSO Bayesiano, os demais métodos estudados nao fornecem nenhum tipo de
estimativa intervalar, sendo preciso recorrer a métodos de reamostragem como o
bootstrap caso se deseje uma.

Na aplicacao realizada em dados genéticos, trés dentre os diversos métodos de
regularizacao foram avaliados e aqueles que permitem efeitos maiores apenas para
alguns poucos marcadores (modelos que induzem a sele¢do de variaveis) obtiveram
melhor performance. O LASSO, especificamente, mostrou-se muito efetivo em todos
as trés bases de dados estudadas, mesmo sendo extremamente simples.

Os resultados da aplicacao em Selecao Genomica, em conformidade com outros
estudos realizados em outras bases de dados da area, evidenciaram a associacao
existente entre a herdabilidade e a habilidade preditiva, mostrando que a Selegao
Genomica é uma boa alternativa para o melhoramento genético quando fenoétipos
de alta herdabilidade estao em questao.

As linhas de pesquisa envolvendo Selecao Genomica e regularizagao sao diver-
sas e ainda ha muito a ser explorado. Os métodos bayesianos sao os mais citados
em publicagoes sobre Selecao Gendmica. A escolha da priori dos coeficientes para
estes modelos é ponto chave para definir se sera realizada selecao de variaveis ou
apenas regularizacao. Além das versoes bayesianas do LASSO e Ridge, profissionais
que lidam com métodos para Selecao Gendmica frequentemente recorrem a outras
versoes bayesianas para regularizacao como os métodos Bayes A, Bayes B, Bayes
C, dentre outros. A principal diferenca entre esses métodos encontra-se nas defini-
coes das prioris dos coeficientes e de o2, que podem ter maior ou menor massa na

vizinhanga do zero e caudas mais ou menos pesadas.



Apéndice A
Decomposicao SVD

A obtencao de uma solugao para o problema inverso X3 = y, assim como o
estudo das propriedades dessa solugao gerada, podem ser desenvolvidos utilizando
a decomposicao em valores singulares (SVD), que é baseada na fatoragao da matriz

X tal que

X =USV’, (A1)

em que Upyxpn € Vpxp Sa0 matrizes ortogonais e S, xp ¢ uma matriz diagonal cujos
elementos sao chamados de valores singulares.

Os valores singulares contidos em S correspondem a raiz quadrada dos au-
tovalores de X. Como o posto de X — aqui codificado por r — é equivalente
ao numero de autovalores nao nulos e como o posto maximo que X pode ter é o
minimo entre o ntmero de linhas e colunas, a matriz S tem no méaximo min(n, p)
valores singulares nao nulos, sendo os demais necessariamente iguais a zero. Se
os valores singulares forem organizados tais que s; > sy > -+ > Spinpyp) = 0 e
Smin(n,p)+1 = Smin(np)+2 = *** = Smax(np) = 0, considerando que apenas os r primei-
ros valores singulares sao estritamente maiores do que zero, entao a matriz S passa

a ter o seguinte aspecto:

S, 0
0 O
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em que S, é uma matriz quadrada r por r. Assim,

S, 0

o (V. %) =08V, (A.3)

X (v, u)

em que U, e V, denotam as primeiras r colunas de U e V respectivamente. Por-
tanto, a decomposi¢ao de X em U, S, V! ¢ uma versao compacta da decomposicao

SVD haja vista a anulacao de Uy e Vy pelos elementos nulos de S.



Apéndice B
Desigualdade Triangular

Seja Bmq = B+ + BNuu, tem-se que

| Bimg 2= V(B4 + BNuit, By + Brvunr) (B.1)

= \/<B+716+> +2 </6+7/8Null> + <ﬁNull7/8Null> (B.Q)
=[| B [l2 + | Bnuir |2 +v2 (B4, Bnur)- (B.3)

Entao, para provar que || Bmgq ll2=|l B+ ll2 + || Bnuu |2, basta provar que B4 e

BNwu sao ortogonais, ou seja,

p p
(B4, BNuu) = <V}S;1U;y, > Oéi‘/.i> =Y (V,S5 Uy, Vi) =0. (B4)

i=r+1 i=r+1

As solugoes B4+ e Bnwu SO irao ser ortogonais se <VTST_ 1U7{y, Vi> for igual a

zero para todo 1.

Levando em consideragao que V, 871Uy = Z;Zl US'_';:ij, tem-se
T Uly T Uly
V S_IU/ 5 ) — L - . = -J . L) i
(VoS 10Ty, Vi) <z Ay vy -y vy e
Jj=1 j=1
Como j=1,2,...,r,i=7r+ 1,7+ 2,...,p e V possui colunas ortogonais, o
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produto interno (V;, V,;) sera nulo para todas as configuragoes possiveis de i e j,
fazendo com que <V,.S;1U7’,y, V_i> seja nulo para todo 1.

O mesmo argumento ¢ utilizado para provar que || Bmq [13=] B+ I3 + |
BN |13, sendo que a tnica diferenca na demostracao é a auséncia da raiz quadrada

na Equagao (B.1).



Apéndice C
Variancia do Estimador Ridge

Relagao entre a variancia do estimador de minimos quadrados e a variancia do

estimador Ridge.
Var(B) — Var(Bz) = o [(X'X) ™' — W(X'X)'W']

=o' [WWI(X'X)"" (W YW - W(X'X)'W|
— O'2W [Wfl(X/X)—l(Wfl)/ . (X/X)_l} W/
— W { [T+ MX'X) ") (X'X) " [T+ MX'X)Y]) - (X/X)‘l} W

e, como (I + \(X'X)™1) é simétrica,
F2W (I +MX'X) ) (X' X) " (I + A(X'X)™Y) — (X' X)" ] W’

=W {(X'X) "+ 22 [(XX) ]+ 2 [(XX) ] - (XX W
=W {2 [(X'X) 7]+ 2 [(XX) 7] W

— 2 [X'X + M X'X {2)\ [(X'X)~1]% + 22 [(X'X)—1]3} [(X'X + ) X'X]

=2 [X'X + M) 200+ (X' X) T (XX + A7 (C.1)

91



92

APENDICE C. VARIANCIA DO ESTIMADOR RIDGE



Referéncias Bibliograficas

Andrews, D. F. & Mallows, C. L. (1974). Scale mixtures of normal distributions.
Journal of the Royal Statistical Society., 36:99-102. 55

Aster, R. C., Borchers, B., & Thurber, C. H. (2011). Parameter Estimation and

Inverse Problems, volume 90. Academic Press. 28, 31, 36

Endelman, J. B. (2011). Ridge regression and other kernels for genomic selection

with r package rrblup. Plant Genome, 4:250-255. 76

Farebrother, R. W. (1976). Further results on the mean square error of ridge regres-

sion. Journal of the Royal Statistical Society., 38:248-250. 50

Friedman, J., Hastie, T., & Tibshirani, R. (2010). Regularization paths for ge-
neralized linear models via coordinate descent. Journal of Statistical Software,

33(1):1-22. 61

Gianola, D., de los Campos, G., Hill, W. G., Manfredi, E., & Fernando, R. (2009).
Additive genetic variability and the bayesian alphabet. Genetics Society of Ame-
rica, 183:347-363. 76

Gramacy, R. B. (2018). Estimation for Multivariate Normal and Student-t Data

with Monotone Missingness. CRAN. R package version 1.9. 61

Grattapaglia, D. (2014). Breeding forest trees by genomic selection: current progress
and the way forward. in “genomics of plant genetic resources vol 1 pp 651-682.
eds r. tuberosa, a. graner & e. frison. Technical report, DOI 10.1007/978-94-007-
7572-5 26, Springer Science-+ Business Media Dordrecht. 69, 71

93



94 REFERENCIAS BIBLIOGRAFICAS

Hastie, T., Tibshirani, R., & Friedman, J. (2013). The Elements of Statistical
Learning: Data Mining, Inference, and Prediction. Springer Series in Statistics.

Springer New York. 36, 46, 48, 52

Henderson, C. (1984). Applications of Linear Models in Animal Breeding. University
of Guelph. 70

Hoerl, A. E. & Kennard, R. W. (1970). Ridge regression: Biased estimation for

nonorthogonal problems. Technometrics, 12:55-67. 50

James, G., Witten, D., Hastie, T., & Tibshirani, R. (2013). An Introduction to
Statistical Learning: with Applications in R. Springer Texts in Statistics. Springer
New York.

Kuhn, M. & Johnson, K. (2013). Applied Predictive Modeling. Springer. 36

Lavrentiev, M. M. (1967). Some Improperly Posed Problems of Mathematical Phy-

sics, volume 11. Springer.

Lima, B. M. (2014). Bridging genomics and quantitative genetics of Eucalyptus:
genome-wide prediction and genetic parameter estimation for growth and wood
properties using high-density SNP data. PhD thesis, Escola Superior de Agricul-
tura "Luiz de Queiroz". 72, 74

Lin, Z., Hayes, B. J., & Daetwyler, H. D. (2014). Genomic selection in crops, trees
and forages: a review. Crop & Pasture Science. 69, 74, 75, 76

los Campos, G., Pérez, P., Vazquez, A. 1., & Crossa, J. (2013). Genome-enabled
prediction using the blr (bayesian linear regression) r-package. In: Genome-Wide
Association Studies and Genomic Prediction, C. Gondro, J. van der Werf, & B.
Hayes, ed., chapter 12, pages 299-320. Springer Science+Business Media. 76, 77,
78, 79, 81



REFERENCIAS BIBLIOGRAFICAS 95

Meuwissen, T. H. E., Hayes, B. J., & Goddard, M. E. (2001). Prediction of total
genetic value using genome-wide dense marker maps. Genetics Society of America.

68, 70

Park, T. & Casella, G. (2008). The bayesian lasso. Journal of the American Statis-
tical Association, 103:681-686. 45, 52, 53, 55, 58, 59, 60, 61, 62, 78

Resende, M. D. V., Lopes, P. S.; da Silva, R. L., & Pires, I. E. (2008). Selegao
gendmica ampla (gws) e maximizagao da eficiéncia do melhoramento genético.

Pesquisa Florestal Brasileira, 56:63—77. 68

Souto, G. (2000). Decomposigao em valores singulares. Trabalho de conclusao de

curso, Universidade Federal de Santa Catarina.

Souza, G. S. (1998). Introdugao aos Modelos de Regressao Linear e Nao-Linear.
Embrapa. 21

Theobald, C. M. (1974). Generalizations of mean square error applied to ridge
regression. Journal of the Royal Statistical Society., 36:103-106. 50



	Introdução
	Problemas Inversos e Regularização
	Problemas Inversos
	Sistemas Consistentes
	Sistemas Inconsistentes
	Situações Gerais Possíveis
	O Método TSVD
	A Regularização de Tikhonov
	A Implementação SVD
	A Implementação GSVD

	Exemplo Prático do TSVD e de Tikhonov
	Dados de Próstata
	Dados de Quimiometria


	A Regularização Via Otimização
	Modelo de Regressão Linear
	Métodos de Regularização
	LASSO Bayesiano
	O Modelo Hierárquico
	A Implementação Computacional
	Lidando Com o Parâmetro de Regularização

	Exemplo Prático do LASSO e LASSO Bayesiano

	Aplicação em Dados Genéticos
	Ciclo de Melhoramento de Plantas Via GS
	Base de Dados
	Limpeza e Imputação da Matriz de marcadores
	As Etapas da Modelagem
	Herdabilidade e Escolha dos Fenótipos
	Aplicação dos Modelos e Resultados

	Conclusão
	Decomposição SVD
	Desigualdade Triangular
	Variância do Estimador Ridge

